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INTRODUCTION

De nombreux systemes réels peuvent étre modélisés par des graphes. On peut bien siir penser
aux réseaux sociaux, qu’ils soient en ligne ou pas, aux réseaux de communications téléphoniques,
aux réseaux informatiques physiques ou virtuels tels que des réseaux pair-a-pair ou des réseaux
de pages web, voir [5, 25, 39, 53, 77, 87| pour des exemples de travaux. La modélisation sous
forme de graphes a également été appliquée dans beaucoup d’autres contextes, par exemple
aux connexions entre aéroports [29], aux neurones et a leurs connexions synaptiques [1], aux
synonymies entre mots [19], etc.

Le fait d’étre modélisables par des graphes n’est pas le seul point commun entre ces exemples
variés. Un certain nombre de travaux ont montré que ces réseaux, bien que différents par bien
des aspects, sont aussi semblables par beaucoup d’autres : ils contiennent en effet des sommets
trés connectés aux autres et d’autres tres isolés; les voisins d’un sommet sont souvent connectés
entre eux suivant le principe « les amis de mes amis sont mes amis » ; il existe des groupes de
sommets fortement connectés entre eux, appelés communautés; ils ont en commun bien d’autres
propriétés [4]. Au-dela de ces similarités topologiques, plusieurs questions se posent de maniére
quasiment identique sur ces différents réseaux. Ainsi, que 1’on considere la diffusion d’un virus
informatique, d’une épidémie, d’un fichier sur un réseau pair-a-pair ou encore d’informations
entre neurones, il s’agit toujours d’une propagation utilisant les connexions du réseau.

Avec la découverte de ces similarités, certains travaux ont commencé & appréhender ces
réseaux comme un tout, tout en les étudiant également de maniere individuelle. Ces réseaux
ayant comme point commun d’étre issus de contextes réels, ont re¢u la dénomination commune
de graphes de terrain.

Ce mémoire est dédié a une question spécifique aux graphes de terrain — la détection de
communautés — que nous décrirons bientot, mais qu’il est malgré tout important de resituer
dans un contexte plus général. Toute étude sur les graphes de terrain doit commencer par la
mesure d’un systéme réel afin de connaltre les entités qui le composent et les connexions entre
elles. Mesurer un systeme réel est rarement simple et les données obtenues sont presque toujours
incompletes et bruitées. La description et I’analyse des données modélisées sous forme de graphes
peuvent ensuite se faire a 'aide de différents outils et a différents niveaux. On peut par exemple
étudier le comportement individuel des sommets ou s’intéresser a des propriétés statistiques
a un niveau plus macroscopique. On a en particulier souvent recours & la modélisation qui
permet de synthétiser les données dans un modéle mathématique. Ce modeéle peut aussi bien
permettre de comprendre les données que de prédire leur évolution. Un exemple classique est la
modélisation de la propagation d’épidémies, qui a pour objectif d’estimer ou de prédire le nombre
de personnes infectées au cours du temps en fonction de la virulence de la maladie. Enfin, la
taille des données requiert en général des outils algorithmiques performants et qui tirent parti,
autant que possible, de la structure particuliere des graphes de terrain. Ces différents aspects
sont bien siir fortement interconnectés.

L’étude des graphes de terrain a beaucoup progressé depuis une quinzaine d’années et 1’état



de l'art fournit maintenant de nombreux outils pour les étudier. On dispose notamment d’al-
gorithmes tres rapides pour calculer automatiquement des communautés. Outre les questions
fondamentales, de nombreux cas particuliers ont aussi été étudiés de maniere plus spécifique
dans différents contextes. Par exemple, dans [74, 89], des disciplines scientifiques sont inférées
a partir de graphes de citations (i.e. qui cite qui dans un article scientifique). Dans [62], les
auteurs montrent que, dans un réseau d’interaction entre protéines, des communautés calculées
automatiquement regroupent des protéines de fonctions biologiques homogénes.

Le concept de « communauté » n’est pas simple a définir mais deux notions sont tres fré-
quemment utilisées pour caractériser leurs membres : ils sont similaires et fortement liés. Pour
ces raisons, les premieres tentatives de modélisation du concept dans le cadre de la théorie des
graphes ont interprété ces notions par une faible distance (grande similarité ou proximité) ou
une forte densité (forte connectivité). Les communautés ont ainsi parfois été définies comme
des sous-graphes étant : des composantes connexes (il existe un chemin entre toute paire de
sommets), des cliques (tous les sommets sont connectés) [64], des n-cliques (tous les sommets
sont connectés a distance au plus n) [2], des k-degree sets ou k-degree cores (tous les sommets
ont au moins k liens vers les autres) [79], et un certain nombre d’autres notions [36, 66].

En dehors de ces criteres de forte densité ou de courte distance, un critere supplémentaire
est apparu pour signifier qu'une communauté n’a en général de sens que vis-a-vis de 'extérieur
et que ses membres devraient donc étre plus similaires entre eux qu’avec les autres, ou plus
reliés les uns avec les autres qu’avec 'extérieur. Ceci a conduit a des définitions du type : k-
outdegree set (au plus k liens vers lextérieur) [22], LS Set (aussi peu de liens vers l'extérieur
que possible) [63], Alpha set (chaque membre a plus de liens internes que de liens externes) [22],
etc.

La définition de la notion de communauté va souvent de pair avec la proposition de méthodes
pour les calculer en pratique et, pour cette raison, un grand nombre d’algorithmes ont été
développés (voir [41] pour une présentation tres compléte des méthodes proposées ces dernieres
années). Dans ce mémoire, nous nous focaliserons sur les méthodes dites de partitionnement ot
chaque sommet du graphe est associé a une et une seule communauté. Ce choix de partionner
un graphe en communautés est tres fort et il exclut notamment que des sommets appartiennent
a plusieurs communautés. L’étude des communautés recouvrantes représente cependant une
perspective tres importante dans le domaine de la détection de communautés. Nous montrerons
dans le chapitre 3 une méthode qui a été utilisée dans ce contexte et nous discuterons rapidement
d’une autre méthode en conclusion.

Au coeur des méthodes de partitionnement on trouve souvent une formalisation de ce qu’est
une « bonne partition » d’un graphe en communautés. Dans ce mémoire, nous nous concentre-
rons sur la modularité, une mesure de qualité des partitions introduite récemment [68] et qui,
malgré ses défauts, s’est tres largement imposée dans le domaine.

Enfin, la plupart des graphes de terrain sont dynamiques et évoluent au cours du temps par
I’ajout ou la suppression de sommets et de liens. Cette dynamique n’a pas été prise en compte
dans les premieres études des graphes de terrain a cause de la difficulté a attaquer d’emblée
I’analyse de la structure des graphes de terrain et I’étude de leur dynamique. Il y a quelques
années, cette question de la dynamique a ressurgi, le domaine étant clairement défini et 1’état
de l’art suffisamment avancé.

Tout comme la structure peut étre différente d’'un graphe de terrain a 'autre, il n’y a pas non
plus une dynamique unique. Les travaux actuels dans ce domaine sont encore a leurs débuts et
cherchent a caractériser la dynamique des graphes réels. Il faut pour cela mesurer la dynamique
de ces graphes, ce qui est tres complexe car 'opération de mesure prend du temps, pendant
lequel le graphe continue d’évoluer. Il faut ensuite décrire cette dynamique et, 1a encore, aucune



méthode claire n’existe : les quelques modeles existants, voir [4] par exemple, s’attachent plus
au résultat final qu’a la maniére dont ce résultat est atteint. Pour reprendre 'exemple de la
propagation d’épidémies, s’il est intéressant de savoir quelle proportion de la population sera
infectée in fine, il est aussi intéressant de savoir quels individus le seront, a quel moment, et
comment la propagation a eu lieu, notamment si certains contacts la favorisent.

L’approche classique consiste a considérer un graphe dynamique comme une succession
de graphes statiques entre lesquels des modifications se produisent. On peut alors décrire la
dynamique en calculant plusieurs propriétés a chaque instant et en étudiant leur évolution.
Cette méthode, valable dans de nombreux contextes, reste limitée car certaines propriétés, par
exemple la durée de vie des liens, ne se décrivent pas naturellement dans ce cadre.

En revanche, cette vision est toujours au centre des études sur les communautés dynamiques.
Ces dernieres sont dans ce cas calculées a chaque instant, de maniere plus ou moins indépen-
dante. Nous montrerons que cette solution n’est pas utilisable directement du fait qu’il y a
énormément de partitions de trés bonne qualité mais structurellement assez différentes. Cela
conduit, si 'on n’y prend pas garde, a observer des évolutions de la structure communautaire
sans lien avec ’évolution de la topologie.

Plusieurs études treés récentes commencent a utiliser cette approche et justifient de I'intérét
des études amont. Par exemple, dans [48], les auteurs étudient 1’évolution du domaine des
systémes complexes a partir de la dynamique d’écriture et de citation d’articles. Dans [40], les
auteurs calculent les corrélations entre les taux de change du marché des changes et mettent
en évidence des modifications du comportement transactionnel via des réorganisations de la
structure communautaire. Enfin dans [14], les auteurs utilisent des mesures dynamiques de
la connectivité fonctionnelle du cerveau pendant I’apprentissage d’une tache et parviennent a
identifier une structure communautaire qui leur permet de prédire I’apprentissage ultérieur.

Ce mémoire est consacré a 1’étude de la dynamique des communautés sous deux angles assez
différents. Apres une présentation rapide du contexte nécessaire & la bonne compréhension de
ce mémoire, ainsi que des méthodes de calcul et d’évaluation de partitions en communautés
dans le chapitre 1, je présenterai deux approches pour le calcul de communautés dynamiques.
La premiére, intitulée communautés multi-pas et introduite dans le chapitre 2, consiste a rendre
les algorithmes plus déterministes pour pouvoir suivre les communautés au fil du temps. La
seconde, nommée ceurs de communautés et présentée dans le chapitre 3, exploite au contraire
le fait que les algorithmes soient naturellement non-déterministes.

Je ne présenterai pas de maniere complete les résultats auxquels j’ai contribué sur ces deux
themes mais je tenterai d’en expliciter les points majeurs et de les mettre en perspective. Les
détails techniques se trouvent bien entendu dans les publications auxquelles j’ai participé et qui
seront référencées dans la suite. De méme, je m’abstiendrai de présenter les états de 'art sur
les différents sujets de maniere extensive. Des articles treés complets le font déja de maniere fort
satisfaisante et je préfere les référencer que les paraphraser.

D’autre part, certains de mes travaux pendant ces dernieéres années ont été consacrés a
d’autres sujets que la détection de communautés, mais toujours dans le domaine de I’étude des
graphes de terrain. J’ai préféré ne pas parler de ces études par souci de cohérence mais certains
aspects font partie de mes perspectives de recherche et j’en parlerai donc en conclusion.

Enfin, tous les travaux présentés ici ont été réalisés en collaboration avec d’autres chercheurs
ou étudiants. J’utiliserai donc le pronom « nous » afin de ne pas laisser croire que ces travaux
sont de mon seul fait, et me cantonnerai au « je » pour les remarques plus personnelles.






CHAPITRE 1

CONTEXTE

Avant de proposer des méthodes de détection de communautés dynamiques, il convient
d’introduire un certain nombre de notations et de méthodes que nous utiliserons par la suite
dans ce mémoire. Tout d’abord, nous allons discuter de I’évaluation de la qualité d’une partition
en communautés et des principaux probléemes posés par la fonction la plus couramment utilisée :
la modularité.

Ensuite, nous montrerons brievement que ’approche naive qui consiste & calculer des com-
munautés a chaque instant puis a tenter de suivre leur évolution n’est pas utilisable directement
a cause d’un phénomene d’instabilité causé principalement par le nombre élevé de partitions
pertinentes.

Puis, nous présenterons la méthode de Louvain qui, depuis son introduction en 2008, fait
référence dans le domaine de 'optimisation de la modularité tant pour la qualité de ses résultats
que pour sa vitesse d’exécution. Il est nécessaire de la présenter en détail, car les approches que
nous introduirons dans les chapitres ultérieurs sont fondées sur cette méthode.

Enfin, nous ferons un point tres rapide sur les méthodes générales utilisées pour calculer
des communautés dynamiques. Cette section sera volontairement tres courte et nous renvoyons
a [13] pour une description plus détaillée des différentes méthodes.

Notations

Etant donné un graphe G = (V, E) non orienté avec n = |V| sommets et m = |E| liens, ce
graphe peut étre décrit par sa matrice d’adjacence (symétrique) A dont les éléments A;; sont
les poids des liens entre les sommets ¢ et j. Dans le cas d’un graphe non pondéré, les éléments
A;; valent simplement 1 lorsqu’il existe un lien entre 7 et j, 0 dans le cas contraire. Notons
qu’une valeur non nulle A;; sur la diagonale correspond & une boucle (éventuellement pondérée)
sur le sommet 7. Les méthodes que nous présenterons dans la suite s’appliqueront de maniére
indifférenciée aux graphes pondérés ou non, sauf mention explicite du contraire. Par contre la
transition des graphes non orientés aux graphes orientés est en général plus complexe.

Une communauté dans un graphe représente de maniere équivalente un sous-ensemble C' de
V ou le sous-graphe de G induit par C. Une partition du graphe G en communautés attribue
a chaque sommet ¢ une unique communauté C; et deux sommets ¢ et j appartiennent a la
méme communauté si et seulement si C; = C}. Dans la suite, une telle partition d’'un graphe en
communautés sera notée P.

1.1 Fonctions de qualité

Avant de parler de fonctions de qualité, il convient de rappeler un théoréme d’impossibilité
énoncé par Jon Kleinberg [56] :



Théoréme 1 For each n > 2, there is no clustering function f that satisfies Scale-Invariance,
Richness, and Consistency.

Cela signifie que deés que I'on considére un graphe pondéré ayant plus de 2 sommets, il n’est pas
possible de trouver une fonction qui partitionne ce graphe et qui respecte simultanément :

— D'invariance d’échelle : si I’on multiplie tous les poids des liens du graphe par une constante,
alors le partitionnement ne doit pas changer ;

— la richesse : en modifiant les poids des liens, il est possible d’obtenir toutes les partitions
possibles ;

— la consistence : si les poids des liens intra-communautaires sont augmentés et que les
poids des liens inter-communautaires sont diminués, alors le partitionnement ne doit pas
changer.

Le théoréeme ne tient plus avec une relaxation simple de la consistence qui autorise que les
augmentations et les diminutions donnent un sous-partionnement du graphe original, ce qui
ne semble pas complétement choquant. Nous verrons cependant par la suite que les fonctions
de qualité utilisées en pratiques ont des défauts bien plus génants; leur popularité tient a ce
qu’elles donnent des résultats tres pertinents dans des contextes réels.

De nombreuses méthodes de partitionnement de graphe reposent sur une fonction de qualité
qui attribue un score a toute partition des sommets. Ainsi, la fonction @ est telle que Q(P;) >
Q(P3) si Py est un meilleur (dans un sens a définir) partitionnement que P pour le graphe
considéré.

Dans la suite, nous allons présenter en détail la modularité qui est la fonction de qualité
la plus populaire du domaine malgré ses défauts. Nous présenterons également quelques autres
fonctions moins utilisées.

1.1.1 La modularité

La modularité, introduite par Girvan et Newman [68] est basée sur 'idée intuitive qu’une
communauté est un groupe de sommets fortement liés entre eux mais peu avec 'extérieur.
De maniére formelle, elle est définie pour une partition P d’un graphe ayant pour matrice
d’adjacence A par :

ou la somme est faite sur toutes les paires de sommets appartenant & une méme communauté
et ou k; est le degré du sommet 1.

Par construction, la modularité compare, pour chaque communauté, le nombre de liens
internes avec le nombre attendu de liens dans un modele de référence. Ce dernier est censé
représenter de maniere non biaisée les propriétés connues du graphe et le choix classique est
celui d’un graphe aléatoire ayant les mémes degrés que le graphe original sans aucune autre
contrainte [16]. Ainsi, la probabilité d’existence d'un lien entre i et j vaut =.~.

En comparant les propriétés du graphe et celles d’'un graphe aléatoire, la modularité ne
cherche donc pas des groupes denses, mais des groupes de densité anormalement élevée. La
modularité d’une partition est un nombre réel compris entre —1/2 et 1 et, en pratique, la
modularité ne peut étre égale & 1. Une borne supérieure plus précise, valant 1 — 1/v/2m, est
donnée dans [42].

1 kik; 1 kik;
QP = 5[ - 2 [5(Cien = 5 X [y -

2m = CePijeC

La modularité a initialement été introduite pour sélectionner le niveau le plus adapté dans
une hiérarchie de partitions. Par la suite, elle est devenue un élément essentiel d’'un grand
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nombre de méthodes de détection de communautés qui tentent de trouver la partition ayant
la modularité maximale. Il a été montré que l'optimisation de la modularité est un probleme
NP-complet en général [24] et, pour cette raison, de nombreuses heuristiques ont été proposées
pour trouver des partitions de bonne modularité. Nous renvoyons a [32, 41] pour un apergu
assez large de la littérature sur le sujet.

Quelques propriétés simples de la modularité sont particulierement aisées a dériver mais
sont néanmoins instructives :

1. si tous les sommets sont regroupés dans la méme communauté, on obtient une modularité
nulle, donc méme si la modularité peut théoriquement étre négative, celle de la partition
optimale d’un graphe est toujours positive;

2. si une partition contient une communauté non connexe, alors on obtient un gain de mo-
dularité en séparant cette communauté en sous-communautés connexes, sans changer le
reste de la partition;

3. si le graphe n’est pas pondéré, alors un sommet de degré 1 est toujours placé dans la
communauté de son unique voisin dans une partition optimale.

Limitations de la modularité

La modularité souffre intrinsequement de plusieurs défauts. Une premieére limitation vient du
fait qu’un graphe peut avoir une structure communautaire hiérarchique et étre donc composé de
partitions significatives a différentes échelles. Par construction, I'optimisation de la modularité
arrivera au mieux a trouver une de ces partitions, négligeant de ce fait les autres niveaux de
description significatifs du systeme. Des solutions ont été proposées qui sont basées sur ’ajout
d’un parametre de résolution a € [0; +00[ dans la définition de la modularité [75]. Ce parametre
permet de donner plus ou moins d’importance au terme aléatoire (IZT’;] ) et ne pénalise que tres
peu les gros regroupements s’il est proche de 0, alors qu’il privilégie les petites communautés s’il
est élevé. Il faut ensuite trouver les bonnes valeurs de a qui permettent d’obtenir des niveaux
pertinents. Cette modularité multi-échelles est définie comme :

QuP) =53 Y [Aij _akikﬂ

CePijeC 2m

Une seconde limitation vient du fait que la modularité d’une partition est explicitement
liée au nombre de liens du graphe. Considérons une partition P dans lequel deux groupes de
sommets C] et Co sont séparés (P = {Py,C1,C2}) et la méme partition dans lequel ils sont
regroupés (P’ = {Py,C1 U Cs}), pour une partition P; quelconque des sommets hors de Cy et
de (5. La modularité se calculant comme une somme sur toutes les communautés, le choix de
regrouper ou non C7 et Cy n’affecte pas les autres communautés; on peut donc calculer le gain
de modularité obtenu en regroupant C; et C' comme :

1 kK 1 kK
AP -QP) = 5 X |- on S -5

2m , oo, 2m 2N e CrrieCs 2m

1 { 2k;k;

2m e 2m

En conséquence, si le nombre de liens entre C7 et Cs est supérieur au nombre de liens attendu
entre eux, la modularité incite a fusionner ces deux groupes. Or, le nombre de liens attendus
dépend du nombre de liens total dans le graphe, m, et le choix de regrouper ou pas sera donc
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indépendant de la structure de C et C. Ce probleme est connu sous le nom de résolution limite
et a été présenté dans [42].

Un autre probleme lié au précédent concerne la modularité de graphes n’ayant aucune struc-
ture communautaire, par exemple des graphes aléatoires [50, 76] ou des graphes réguliers comme
par exemple des grilles [33]. Comme la modularité compare la structure détectée a celle atten-
due dans un graphe aléatoire, on s’attendrait naturellement a ce qu'un graphe aléatoire ait
une modularité nulle. Or, il a été montré que la partition optimale d’un graphe aléatoire a une
modularité positive qui augmente avec la taille du graphe. Ceci a deux causes principales qui
sont liées :

1. une instance d’un graphe aléatoire est un « vrai » graphe et il y a donc des fluctuations qui
vont créer des zones plus denses que prévu donnant lieu a des communautés de modularité
non nulle;

2. on compare une instance particuliére avec un modeéle de référence : dans la majorité des
cas (graphes aléatoires de grande taille avec probabilité de connexion tres faible), les
probabilités d’existence des liens sont largement inférieures a 1 or I'instance a quant a elle
des liens absents ou présents, donc des valeurs A;; valant 0 ou 1. Dans ce dernier cas, tous
les liens présents sont « inattendus » et incitent a des regroupements.

1.1.2 Quelques autres fonctions de qualité

Comme nous allons utiliser exclusivement la modularité dans la suite, nous ne présentons
que tres brievement d’autres fonctions de qualité. La plupart de ces fonctions utilisent quelques
ingrédients de base, comme notamment les accords positifs (sommets reliés et dans la méme
communauté), négatifs (sommets non reliés et dans des communautés différentes) ou des désac-
cords (les deux autres cas). La modularité quant a elle ne regarde que les accords positifs et les
probabilités d’existence des liens.

Le critére de Zahn-Concorcet [96] consiste & ne regarder que les désaccords et a chercher la
partition qui en minimise le nombre. Le critére de Mancoridis [65] se concentre au contraire sur
les accords, qu’ils soient positifs ou négatifs, et cherche a en maximiser le nombre. Cette fonction
semble intuitive car non seulement elle prend en compte les liens intra-communautaires, mais
aussi I’absence de liens inter-communautaires. Pour la modularité, seul le premier aspect est
présent, avec cependant une comparaison a l'aléatoire qui apporte une autre information.

De nombreuses autres fonctions ont été proposées que ce soit pour la détection de communau-
tés ou de maniére plus générale pour comparer plusieurs partitions d’un ensemble. Cependant,
nous aller montrer maintenant un probléme majeur qui se pose lorsque 1’on tente de chercher
des communautés. Nous allons illustrer ce probleme sur la modularité, mais il est trés probable
que toutes les fonctions de qualité en soient affectées, méme si aucune étude en profondeur n’a
été réalisée sur le sujet.

1.1.3 Le probleme de l’instabilité

Nous proposons un exemple de dynamique simulée simple afin de mettre en évidence le
probléme de l'instabilité en utilisant la modularité comme fonction de qualité. Cette dynamique
consiste a considérer un graphe puis a en supprimer les sommets un par un en recalculant
les communautés apres chaque suppression. Chaque instant temporel correspond donc & une
suppression. Nous avons pour cela utilisé trois algorithmes tres différents afin de nous assurer
que nos observations ne soient pas liées au fonctionnement d’un algorithme en particulier.

La figure 1.1(a) présente la modularité de la partition obtenue apres chaque suppression.
On peut y voir qu’elle croit lentement, avec peu de variations, jusqu’a atteindre un point de
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rupture qui correspond a la perte de connexité presque compléte du graphe. En revanche, la
distance d’édition' entre les partitions successives présentée sur la figure 1.1(b) donne une vision
completement différente. Selon les algorithmes, on a de quelques centaines & quelques milliers
de sommets qui changent de communauté a chaque suppression de sommet, sachant qu’il y a
9377 sommets dans le graphe initial. Cela semble déraisonnable pour la suppression d’un seul
sommet du graphe a chaque fois.
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FIGURE 1.1 : (a) Modularité de chaque partition et (b) distance d’édition entre deux partitions successives
durant une dynamique simulée qui consiste a supprimer les sommets un par un dans un ordre aléatoire
sur un graphe de coécriture d’articles [30] pour trois algorithmes de détection de communautés : la
méthode de Louvain [18], Glouton Rapide [28] et WalkTrap[73].

Cette instabilité est encore plus flagrante dans le cas des algorithmes non-déterministes car
différentes exécutions sur le méme graphe, sans aucune modification topologique, donnent des
résultats tres différents, du méme ordre de grandeur que ce que nous venons de voir.

Ce probléme est fondamental et est la cause de la majorité des problémes observés lorsque
I’on tente de calculer des communautés dynamiques. FEn effet, si la suppression d’un seul sommet
change radicalement la structure communautaire (ou du moins la vision que I'on en a avec la
modularité), comment espérer comprendre ’évolution des communautés dans ce contexte ?

1.2 La méthode de Louvain

Nous allons maintenant présenter la méthode de Louvain [18], une méthode gloutonne pour
optimiser la modularité. Les principaux avantages de cette méthode sont sa rapidité, qui lui
permet de traiter des graphes ayant plusieurs milliards de sommets ou de liens, son aspect
multi-échelle, c’est-a-dire sa faculté de découvrir des communautés a différentes échelles, et la
trés bonne qualité des partitions fournies. Elle est composée de deux phases répétées de maniere
itérative jusqu’a obtenir un maximum local de la modularité. L’algorithme part d’un graphe
pondéré non orienté ayant n sommets.

Premiére phase : la partition initiale consiste a placer chaque sommet dans une commu-
nauté distincte. Nous considérons ensuite un sommet ¢ et calculons le gain de modularité obtenu
en supprimant i de sa communauté et en le placant dans la communauté de I'un de ses voisins 2
j. Le sommet ¢ est ensuite effectivement déplacé dans la communauté du voisin j pour lequel
ce gain est maximum (uniquement si le gain est positif, sinon 7 est replacé dans sa communauté

1. La distance d’édition est le nombre minimal de sommets a déplacer pour que les deux partitions soient
égales. Elle se calcule rapidement avec la méthode présentée dans [57].

2. On n’explore donc que I’ensemble des partitions dont les communautés sont connexes ce qui est a rapprocher
du fait que la partition de modularité maximale est aussi dans cet ensemble.
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d’origine). Ce processus est appliqué de maniére séquentielle sur tous les sommets, puis est itéré
jusqu’a ce que plus aucun déplacement n’améliore la modularité. Nous insistons sur le fait qu’un
méme sommet peut étre déplacé plusieurs fois suite a ’évolution des communautés auxquelles
appartiennent ses voisins. Apres cette premiere phase, on obtient une partition P ayant un
certain nombre de communautés. Si P n’est pas la partition initiale alors ’algorithme passe a
la deuxiéme phase, sinon ’algorithme est terminé et le résultat est P.

Deuxiéme phase : le graphe est agrégé en un nouveau graphe dont les sommets sont
les communautés découvertes durant la premiere phase. Pour cela, le poids des liens entre
ces nouveaux sommets est donné par la somme des poids des liens qui existaient entre les
sommets des deux communautés. Les liens entre des sommets d’'une méme communauté créent
des boucles sur cette communauté dans le nouveau graphe. Cette phase d’agrégation ne change
pas la modularité, c’est-a-dire que la partition du graphe initial a la méme modularité que
la partition triviale du graphe agrégé correspondant. Il est possible d’appliquer a nouveau la
premiére phase sur ce graphe et d’itérer.

Dans la suite, nous nommerons passe une combinaison de ces deux phases. Cette répétition
de passes construit naturellement une hiérarchie de communautés. La sortie de ’algorithme est
donc une suite de partitions qui contiennent des communautés de plus en plus grandes. En
général, seule la partition qui maximise la modularité trouvée a la derniere passe est utilisée,
mais les niveaux intermédiaires sont aussi intéressants a étudier ; par exemple les auteurs de [37]
montrent que le niveau le plus bas distingue mieux les spams dans des réseaux d’échange d’emails
que les niveaux plus hauts qui sont pourtant de meilleure modularité.

1.2.1 Efficacité

Une partie de efficacité de 'algorithme réside dans le fait que la variation de modularité
obtenue en supprimant un sommet ¢ de sa communauté ou en l'insérant dans celle de I'un de
ses voisins j peut se calculer avec uniquement la connaissance du nombre de liens du sommet
vers la communauté considérée, du nombre de liens internes et de la somme des degrés des
sommets de la communauté. Ces différents parametres peuvent étre stockés et mis a jour a
chaque déplacement. Le déplacement d’un sommet a donc un coit linéaire en son degré et
considérer une fois tous les sommets a un cofit linéaire en le nombre de liens du graphe.

D’un point de vue théorique, la complexité dans le pire des cas est bien plus mauvaise que
celle de la plupart des autres algorithmes. On peut la borner en montrant que le gain minimal
obtenu lors du déplacement d’un sommet est supérieur & 1/2m?. On en déduit une convergence
en O(m?) déplacements, soit O(m?) tests, car il faut au pire tester tous les sommets pour
finalement trouver celui a déplacer.

La complexité de l'algorithme est en pratique bien plus faible : sur des graphes ayant une
structure communautaire, chaque sommet est traité quelques dizaines de fois avant conver-
gence 3. Nous n’avons pas trouvé de corrélation entre cette valeur et la taille des graphes traités,
nous considérons donc abusivement que le nombre de traitements par sommet est constant et
que ’algorithme est donc linéaire en m. En d’autres termes, a moins de concevoir un algorithme
sous-linéraire qui arrive a trouver des partitions de qualité en ne regardant pas tous les liens,
on peut considérer qu’il est quasi optimal en temps.

Nous avons validé la méthode de Louvain sur divers modeles de graphes aléatoires ayant une
structure communautaire [6, 61, 68] ainsi que sur un grand nombre de graphes de terrain de
taille variable. Les résultats présentés dans le tableau 1.1 montrent clairement que la méthode
de Louvain est nettement plus rapide que les autres algorithmes et qu’elle permet d’étudier

3. On s’arréte en général avant, dés qu’il n’y a presque plus de déplacements et que les gains deviennent trop
faibles.
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des graphes de taille sans précédent. Une version de l'algorithme nous a par exemple permis
d’analyser un graphe ayant plus de 15 milliards de liens. Cette rapidité ne se fait pas aux dépends
de la qualité, les valeurs de modularité étant également meilleures que celles de nombreuses
autres méthodes. Il faut reconnaitre ’existence d’approches fournissant des résultats de meilleure
qualité que Louvain mais trés souvent au prix d’'une complexité qui limite leur utilisation a des
graphes de taille tres réduite.

Le tableau 1.1 (derniére ligne) présente également la modularité et les temps de calcul de
la méthode de Louvain sur des graphes aléatoires. On peut y voir que ces derniers, malgré leur
absence de communautés, affichent des modularités non nulles. Il est également intéressant de
remarquer que le temps de calcul pour ces graphes est beaucoup plus long que pour les graphes
réels. Cette différence est due a ’absence de structure communautaire, ce qui oblige I’algorithme
a régulierement remettre en cause les choix déja effectués.

Karaté Arxiv Internet Web nd.edu  Téléphonie =~ WebUk05  WebBase01

sommets/liens 3477  9k/24k  70k/351k  325k/1M 2M/5.4M  39M/783M  118M/1B
Glouton Rapide [28]  .38/0s  .772/3.6s .692/799s  .927/84min -/- -/- -/-
WalkTrap [73] 42/0s  .757/3.3s  .729/575s  .895/111min -/- -/- -/-
WT [88] A42/0s  .761/0.7s  .667/62s  .898/248s  .553/367s -/- -/-

Louvain .42/0s .813/0s  .781/<1s .935/<1s 76/47s .979/252s .984/469s

Graphes aléatoires  .288/0s  .256/0s  .153/<l1s .2/2.6s A41/41s .108/45min .226/4h

TABLE 1.1 : Résultats obtenus sur plusieurs graphes de taille croissante. Chaque ligne donne la modularité
et le temps de calcul pour différentes approches. La méthode de Louvain nécessite environ 10Go de
mémoire pour traiter le graphe WebBase01, principalement utilisés pour le stockage du graphe lui-méme.
Les graphes utilisés sont Karaté [95], Arxiv [30], Internet [51], Web nd.edu [5], Téléphonie [60], WebUk05
et WebBase(01 [20, 21]. La derniére ligne correspond & Iapplication de la méthode de Louvain sur des
graphes aléatoires de méme taille (résultats moyennés sur 20 réalisations).

La méthode de Louvain peut étre optimisée de plusieurs manieres afin de I'accélerer encore
et d’augmenter un peu la modularité. De méme, nous avons étudié 'influence de 'ordre de
traitement des sommets, de la résistance de la méthode au probleme de limite de résolution,
etc. Nous renvoyons a [9, 18] pour obtenir des détails qui ne sont pas utiles ici.

1.3 Communautés dynamiques

Avant de développer dans les chapitres suivants les approches que nous avons proposées pour
calculer des communautés dynamiques, nous allons tout d’abord faire un point rapide sur les
méthodes existantes. Nous renvoyons a [13] pour une description plus détaillée.

La plupart des approches dans ce domaine considérent un graphe dynamique comme une
séquence ordonnée de graphes statiques. Ayant a disposition de nombreux algorithmes de dé-
tection de communautés pour les graphes statiques, la difficulté semble alors reportée sur le
probléme d’appariement : comment établir un lien entre les communautés calculées a I'instant
t et celles calculées a 'instant ¢t + 17

Ce probleme d’appariement est complexe car il faut étre capable d’identifier les fusions de
communautés, séparations, apparitions, disparitions, évolutions simples, etc. Les approches de
suivi de communautés sont généralement basées sur des régles de décision liées a des méthodes
ensemblistes : si deux communautés Cy et Cy, | partagent beaucoup de sommets, alors elles sont
liées d’'une manieére ou d’une autre; au contraire, si elles en partagent tres peu, elles ne le sont
pas.
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A cela se rajoute le probleme de stabilité que nous avons évoqué plus tot, a cause duquel les
communautés peuvent changer de maniére drastique et cela, sans lien apparent avec de réelles
modifications de la structure.

La premiére méthode de suivi est proposée par [52], avec la définition d’un accord entre deux
communautés comme étant la proportion de sommets dans l'intersection. Cy évolue en C},; si
‘1 est la communauté qui a le plus fort accord avec Cy. Des regles plus complexes permettent
de gérer les cas de division, regroupement, apparition et disparition de communautés [7, 38, 49,
69, 70, 84].
Dans ce contexte, deux méthodes principales sont utilisées pour régler les problémes d’in-
stabilité :
1. ne considérer que les communautés stables, généralement définies comme les communautés
qui continuent & exister méme apres une modification mineure [52];

2. suivre les sommets « centraux » des communautés, qui sont a prior: plus stables et qui,
s’ils se séparent, indiquent une séparation de la communautés [15, 27, 90, 92].

Une autre approche consiste a calculer les partitions sur 'union des graphes Gy et Gy41 puis
a extraire les communautés aux instants ¢t et t + 1. L’extraction n’est pas forcément évidente
mais les auteurs de [71] proposent une définition de communautés a base de cliques qui assure
que les communautés de Gy et de G411 sont incluses dans celles de 'union. Cette définition est
malheureusement trop restrictive et nécessite de définir des parametres pour gérer les cas de
regroupements et de scissions.

Les premieres approches intégrant clairement le phénomeéne d’instabilité ont modifié la fonc-
tion de qualité afin d’intégrer un parameétre de stabilité pour obtenir une fonction du type
Q = Qt+1 + aQiapitite(t,1+1), VOIr par exemple [26, 58]. Une approche similaire est basée sur des
modifications des matrices d’adjacence [94] ou plus généralement sur les distances entre objets a
classer [55], avec un parametre o qui permet de régler 'importance entre la qualité intrinseque
et la stabilité. De maniére assez similaire, il est possible d’exiger que la partition a 'instant ¢+ 1
soit aussi pertinente a l'instant ¢ [83].

Les méthodes se limitant a certaines parties du graphe sont donc peu générales et néces-
sitent d’identifier de telles parties pour pouvoir les suivre. Les derniéres approches a base de
stabilisation sont au contraire plus pertinentes car beaucoup plus générales et sont proches de
celles que nous allons présenter dans la suite de ce mémoire. Elles ont d’ailleurs été introduites
de maniére indépendante a la méme période.

1.4 Synthese

Nous avons présenté rapidement dans ce chapitre la modularité et la méthode de Louvain
qui sont au centre des travaux de ce mémoire. Nous avons vu que la modularité n’est pas la
seule fonction de qualité et qu’elle n’est pas exempte de limitations, notamment du fait de son
instabilité. La méthode de Louvain, quant a elle, a un certain nombre d’avantages, notamment
sa vitesse d’exécution et la qualité des partitions qu’elle fournit, ce qui permet de calculer
sans problemes de nombreuses partitions sur des graphes de grande taille. Cela est absolument
nécessaire si I’on veut aborder le probleme des graphes dynamiques, ou le produit de la taille
par le nombre de pas de temps implique que ’on doit traiter des données massives.

Le probleme de stabilité que nous avons présenté est central dans le calcul de communautés
dynamiques, car il empéche d’utiliser 'approche naive consistant a calculer indépendamment les
communautés a chaque instant en espérant recoller les morceaux par la suite. Je suis convaincu
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que ce probléeme n’est dii ni aux algorithmes utilisés, ni a la modularité elle-méme mais qu’il
est intrinsequement lié au fait de vouloir partitionner I’ensemble des sommets. De méme, si I’'on
était capable de trouver la partition optimale, cela ne résoudrait en rien le probleme dans le
cas dynamique car une perturbation infime pourrait perturber compleétement ’optimal. Pour
tenter de passer outre ce probléme, nous avons envisagé deux solutions.

La premiere solution que nous présenterons dans le chapitre 2 consiste a réduire le probleme
du non-déterminisme et a tenter de stabiliser le calcul de communautés a un instant ¢4 1 en se
servant de ce que nous avons calculé a l'instant ¢. L’idée sous-jacente est que si nous avons pu
trouver une bonne partition a 'instant ¢, alors il est probable que de tres légeéres modifications
de cette partition soient suffisantes pour obtenir une bonne partition a l'instant ¢ + 1, sous
réserve que le graphe ait peu évolué. Nous généralisons ensuite cette approche en considérant
que la partition est sans doute toujours valable telle quelle a t+1 et peut-étre méme aux instants
ultérieurs.

La seconde solution, que nous présenterons dans le chapitre 3, est completement orthogo-
nale et utilise fortement le non-déterminisme des méthodes de détection de communautés et
Iinstabilité. Une fois le constat fait qu’il existe de nombreuses partitions de bonne qualité, on
peut se demander pourquoi en privilégier une plutét qu'une autre (quand bien méme ce serait
loptimale du point de vue de la modularité) et nous considérerons que les bonnes partitions
apportent toutes une information pertinente. Nous tenterons donc de voir ce que ’on peut tirer
d’un ensemble de partitions tant pour les communautés statiques que pour les communautés
dynamiques.
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CHAPITRE 2

STABILISATION

Comme nous 'avons vu précédemment, le probleme de stabilité ne permet pas de calculer
des communautés de maniére indépendante a différents instants et d’espérer pouvoir recoller les
morceaux par la suite.

Les deux approches que nous proposons dans ce chapitre ont été proposées et étudiées durant
la thése de Thomas Aynaud et ont pour objectif final de pouvoir suivre les communautés dans
le temps tout en gardant la modularité comme fonction de base pour estimer la qualité d’une
partition. La premieére approche consiste a briser I'indépendance entre les différents calculs en
utilisant le résultat obtenu & un instant donné pour calculer le résultat a I'instant suivant [11]. La
seconde approche consiste a chercher des communautés qui soient de bonne qualité sur plusieurs
instants consécutifs. Nous les appelerons des communautés multi-pas [10]. Cela nécessite que le
graphe n’ait pas trop évolué sur la période considérée, faute de quoi le résultat n’a que peu
de chance de rester valable. Nous proposerons finalement une solution pour trouver de telles
périodes stables a 1’aide d’une segmentation temporelle hiérarchique [12].

2.1 Mémoires du passé

La méthode la plus simple pour rompre l'indépendance des calculs consiste a garder la
mémoire des calculs effectués a tous les instants, ou au moins a l'instant ¢, lorsque 'on calcule
les communautés a l'instant t+ 1. Pour cela il faut par exemple étre capable d’injecter a 'instant
t + 1 les résultats obtenus a l'instant ¢. Avec la méthode de Louvain, cela est simple a faire car
I’algorithme débute toujours avec une partition initiale qu’il va faire évoluer vers un optimum
de modularité. Cette partition initiale est généralement une partition triviale ou chaque sommet
forme une communauté.

Dans le cas présent, nous pouvons justement utiliser la partition obtenue a I'instant t comme
initialisation a l'instant ¢ 4+ 1. L’algorithme débute alors avec des communautés qui ont déja du
sens, ou du moins qui en avaient a l'instant précédent et, si le graphe n’a pas trop évolué, on
peut naturellement considérer qu’elles ont toujours du sens. Nous appelons cette méthode la
méthode de Louvain stabilisée. Bien entendu, cette hypothese est & considérer avec précaution
et la méthode de Louvain va tenter d’ajuster cette partition en déplacant des sommets. Notons
que cette approche ne s’applique pas a toutes les méthodes de calcul de communautés : il faut
pouvoir choisir la partition initiale tout en pouvant la remettre en cause par la suite.

2.1.1 Evaluation

Nous allons maintenant évaluer la méthode de Louvain stabilisée sur plusieurs graphes dyna-
miques, en la comparant a la méthode de Louvain classique ainsi qu’a WalkTrap. Il faut noter
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que, comme la méthode de Louvain calcule les partitions a chaque instant de maniére indé-
pendante, on peut espérer qu’elle trouve la meilleure partition a chaque instant. Ses résultats
peuvent donc étre utilisés comme référence en termes de modularité.

La figure 2.1(a) illustre le gain de stabilité obtenu en supprimant les sommets d’un réseau
un par un avec cette méthode. Elle est a rapprocher de la figure 1.1(b) que nous avons présen-
tée précédemment. La distance d’édition entre les partitions successives est considérablement
réduite, méme par rapport a WalkTrap, et les communautés sont donc bien plus stables. Mis a
part pour quelques sommets dont la suppression engendre des modifications plus importantes,
de 'ordre de la centaine de sommets impactés, nous observons que, dans la majorité des cas, il
ne se passe quasiment rien, c’est-a-dire que la structure communautaire change tres peu. Cela
semble bien plus satisfaisant.
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FIGURE 2.1 : (a) Distance d’édition entre deux partitions successives et (b) modularité de chaque partition
durant une dynamique simulée qui consiste a supprimer les sommets un par un dans un ordre aléatoire.

Cependant, obtenir une méthode stable n’est pas suffisant car la qualité est aussi importante
et il faut donc obtenir un compromis entre ces deux mesures. La figure 2.1(b) présente la
modularité des trois méthodes. On observe que la qualité relative des partitions obtenues avec
la méthode de Louvain stabilisée décroit avec le temps, comparativement a WalkTrap et a la
méthode de Louvain. L’algorithme a en effet du mal a faire suffisament évoluer la décomposition
en communautés pour réfléter les évolutions de la structure. La version modifiée reste meilleure
que WalkTrap pendant une longue période car elle a un avantage initial, mais cet avantage
disparait petit & petit.

Il apparait donc que 'approche suivie stabilise énormément 1’algorithme mais que cela nuit a
la qualité des résultats. Notamment, a chaque nouvelle exécution, on démarre 1’algorithme avec
une partition qui est certainement trés proche d’un maximum local, ce qui laisse peu de liberté
de mouvement. Pour que ’algorithme choisisse de déplacer un sommet d’une communauté a
une autre ou de le remettre seul, il faut que le déplacement de ce sommet unique soit intéressant
en termes de modularité. Or, c’est souvent le déplacement d’un ensemble de sommets qui fait
la différence, ce que I’algorithme ne peut faire.

Pour relaxer la contrainte imposée par le choix de la partition initiale, il est possible de
ne pas réinjecter exactement la partition obtenue & l'instant ¢ quand on effectue le calcul a
I'instant ¢t + 1 . On peut par exemple choisir une certaine fraction z des sommets et les sortir
de leur communauté pour les remettre seuls. Plus cette fraction est élevée et plus I’algorithme
retrouvera de liberté. A la limite, si = 1, on retrouve exactement la méthode de Louvain.
Bien entendu, cette liberté ne se retrouvera qu’au détriment de la stabilité mais des résultats
expérimentaux [11] montrent qu’il est possible d’avoir un gain de modularité avec une perte de
stabilité minimale en utilisant une peite valeur de z, de 'ordre de quelques pourcents.
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Plus précisément, la valeur pertinente a choisir est liée & la dynamique du réseau. En parti-
culier, si le réseau subit des variations importantes, alors la partition calculée a l'instant ¢ sera
mauvaise & I'instant ¢ + 1 et I’algorithme n’aura pas de difficultés a la faire évoluer, méme avec
z = 0. A Dinverse, si le réseau évolue peu, il faudra certainement prendre une valeur de z plus
élevée pour donner plus de latitude & 1’algorithme. Dans sa these [8], Thomas Aynaud propose
de tester les valeurs extrémes x = 0 et x = 1 afin d’avoir une référence sur la stabilité maximale
et la qualité maximale atteignables, puis d’augmenter = petit a petit en partant de 0 jusqu’a
observer un gain de modularité suffisant sans perte de stabilité trop importante.

Nous avons également étudié la méthode de Louvain stabilisée sur des réseaux réels ayant
des dynamiques différentes, ce qui a confirmé les observations faites ci-dessus [8] . Les quatre
réseaux que nous avons étudiés sont les suivants :

— Blogs : ce réseau est purement croissant, c’est-a-dire qu’aucun sommet ni lien ne dis-
parait. On observe sur ce réseau que la stabilité est naturellement liée a I’évolution du
réseau et que les pics d’instabilité correspondent globalement a des instants de fortes mo-
difications (voir figure 2.2). On identifie notamment un pic d’instabilité & I'instant 40 qui
correspond a un changement de mesure.

— Mrinfo : ce réseau est trés stable et a des communautés trés marquées. La méthode de
Louvain était déja assez stable pour ce réseau, et la méthode de Louvain stabilisée 1’est
encore plus avec une perte de qualité négligeable.

— Radar et Imote : ces deux réseaux sont tres dynamiques et la partition trouvée a un instant
est en général de mauvaise qualité a l'instant suivant, ce qui implique qu’elle est remise en
cause en profondeur. Malgré tout, au prix d’une perte de qualité raisonnable, on observe
entre 3 et 4 fois moins de mouvements avec la stabilisation pour Radar (voir figure 2.3).
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FIGURE 2.2 : (a) Modularité et (b) distance entre deux partitions successives de la méthode de Louvain
stabilisée sur le réseau Blogs.

2.1.2 Evénements ou artéfacts ?

Il faut noter que, méme avec la version la plus stable et dans le cas d’évolutions minimales
comme sur la dynamique simulée, on observe toujours des pics d’instabilité, que nous appelons
des événements. La question se pose alors de savoir si ces mouvements de masse sont significatifs
et correspondent & des modifications majeures de la structure communautaire, ou s’il s’agit d’un
artéfact 1ié a la modularité ou bien a l'algorithme.

Afin de trancher, nous avons décidé de ne supprimer qu’'un sommet ¢ quelconque et d’étudier
I'impact de sa suppression sur la partition calculée en fonction de son importance. On espere
que la suppression de sommets importants (fort degré, forte centralité, etc.) aura un impact
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FIGURE 2.3 : (a) Modularité et (b) distance entre deux partitions successives de la méthode de Louvain
stabilisée sur le réseau Radar.

plus fort sur la structure communautaire que la suppression de sommets périphériques. Bien
entendu, il faut étre tres prudent sur la notion d’importance. Donc, apres avoir calculé une
partition P sur le graphe, nous avons calculé pour chaque sommet ¢ la partition P; obtenue a
I’aide de la méthode de Louvain stabilisée sur le graphe privé de i afin de mesurer la différence
A(P,P;) entre les deux partitions.

Nous avons ensuite tenté de corréler A(P,P;) avec un grand nombre de propriétés classiques
des graphes de terrain pour le sommet ¢. Aucune des propriétés que nous avons étudiées n’im-
plique de corrélation nette, certaines distances élevées venant de sommets peu importants et
inversement. Il semble cependant que les propriétés locales (centralité au sein de la communauté
versus centralité au sein du graphe) soient plus corrélées, mais de maniére trop faible pour que
I’on puisse en tirer des conclusions. Cela signifie donc, soit que les événements observés sont un
artéfact de la méthode, soit qu’il faut chercher les corrélations ailleurs.

Afin d’avancer sur ce point, nous avons étudié les sommets i pour lesquels A(P,P;) est
élevée afin de comprendre & quoi ce phénomeéne est dii, en particulier quels sont les sommets
impactés et leur situation dans le graphe. On observe qu’en général, 'impact est proche du
sommet supprimé, mais qu’il y a aussi de nombreux cas ou cette distance est grande sans qu’il
y ait de modifications & des distances intermédiaires. Ces cas semblent typiquement étre des
artéfacts de l'algorithme.

Nous avons finalement tenté d’isoler 'impact de la partition P injectée de celui du non
déterminisme de la méthode de Louvain. Pour cela, nous avons d’une part injecté plusieurs fois
la méme partition P dans la méthode de Louvain et, d’autre part, injecté différentes partitions
dans une version déterministe de la méthode de Louvain!. Les résultats obtenus montrent que
si 'on garde la méme partition initiale, indépendamment du fait que la méthode de Louvain
soit déterministe ou pas, alors on obtient une distance A(P,P;) constante mais qu’inversement
si 'on change cette partition initiale, les distances varient pour un sommet i donné, méme avec
une version déterministe de la méthode de Louvain. La partition initiale a donc un impact fort
dans les pics de distance observés et I’on ne peut pas se contenter d’étudier le sommet supprimé
pour comprendre ce qui va advenir.

1. Il y a trois instants auxquels la méthode de Louvain fait des choix non-déterministes : ordre de traitement de
sommets, choix en cas de gain de modularité équivalent lorsque 1’on tente de déplacer un sommet et numérotation
des communautés durant la deuxiéme phase. Des choix déterministes peuvent étre faits dans chacun de ces cas.
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2.1.3 Bilan

L’instabilité est au coeur des méthodes de détection de communautés, notamment du fait
qu’il existe de nombreuses partitions de bonne qualité. Utiliser simplement les méthodes clas-
siques dans le cadre dynamique ne donne donc pas de résultats pertinents. Pour y remédier,
nous avons proposé une modification simple de la méthode de Louvain qui permet un gain de
stabilité, au prix d’une perte de qualité des partitions.

Nous avons malheureusement constaté que malgré cette stabilisation, il y a toujours des
pics d’instabilité que nous n’arrivons pas a expliquer et certains indices, tels que la non localité
des modifications, nous laissent présager qu’une partie au moins des modifications seraient
indépendantes des évolutions topologiques et seraient donc des artéfacts de la méthode de
détection ou de la modularité. Nous avons aussi observé une dépendance forte a la partition
initiale ce qui fait que, dans le cas d’une dynamique sur plusieurs pas de temps, la partition
trouvée au tout premier instant va conditionner les résultats des instants suivants.

Un aspect positif, que nous allons explorer par la suite, est que si 'on étudie une dynamique
faible et que l'algorithme utilisé est stable, alors une partition trouvée a un instant ¢ est en
général valable & Pinstant ¢ + 1. A Pextréme, on pourrait considérer que la partition calculée
a linstant ¢ est toujours valable a I'instant ¢ + 1, mais aussi a 'instant ¢ 4+ 2, et aux instants
suivants.

2.2 Communautés multi-pas

Comme nous venons de le voir, des lors que le graphe n’a pas trop évolué, une partition
de bonne qualité a l'instant ¢ est certainement toujours valable a l'instant ¢ + 1 . Inversement,
la partition trouvée a l'instant ¢ + 1 est certainement bonne pour 'instant ¢ aussi. Partant de
ce constat simple, nous allons tenter de trouver quelle serait la meilleure partition a la fois a
I'instant ¢ et a l'instant ¢ + 1. Cette partition permettrait de décrire la structure sur un plus
long terme. Bien entendu, si nous parvenons a trouver une partition de qualité sur deux instants
de temps consécutifs, il est possible de généraliser pour plusieurs pas de temps. Il reste donc
a définir précisément ces communautés valables sur plusieurs pas de temps, que nous appelons
communautés multi-pas, et a proposer une méthode pour les calculer.

Soit G = {G1,Go,...,Gp} un graphe dynamique défini sur un ensemble de pas de temps
S ={1,2,....,n}, ou G; = (V;, E;) est 'instantané au pas de temps i ayant pour sommets V; et
pour liens FE;. On notera V' = U;eqy, . Vi I'ensemble de tous les sommets et on cherchera une
partition de V. Nous noterons @ (G;, P) la modularité de la partition P sur G; en restreignant
P a une partition de V.

Définition 1 La modularité moyenne Qug (G, P) de la partition P de V sur une fenétre de
temps T C S est définie comme :

1
Qavg (G, P, T) = T Z Q (Gza P)
Tl i

Cette définition considere de la méme maniere tous les pas de temps, mais il est possible de
les pondérer, si ’on souhaite indiquer que certains pas de temps sont plus importants selon des

criteres a définir.

Définition 2 La modularité moyenne pondérée par w = {wi}ie{l,...,n} de la partition P de V
durant la fenétre de temps T est définie comme :

;Zwi‘Q(Gi,P)

Yier Wi o7

Qavg (G7 P, T) =
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2.2.1 Meéthodes de détection

La maximisation de la modularité moyenne est un probleme NP-complet, comme la maxi-
misation de la modularité [24]. Nous allons donc chercher & trouver des partitions de bonne
modularité moyenne.

Nous proposons tout d’abord une adaptation de la méthode de Louvain qui consiste gros-
sierement a calculer en parallele sur tous les instantanés les gains de modularité induits par les
déplacements des sommets, puis a choisir le déplacement qui maximise le gain moyen. Ensuite,
quand la méthode de Louvain agrége les communautés, il faut simplement le faire en parallele
sur tous les instantanés.

Nous avons testé une deuxieéme méthode plus rapide qui optimise une fonction proche de la
modularité moyenne. Elle consiste a construire un graphe qui est I'union de tous les instantanés
de T : chaque lien dans ce graphe union est pondéré par le nombre de pas de temps de T durant
lesquels ce lien existe. On applique ensuite la méthode de Louvain directement sur ce graphe
union et le résultat est la partition multi-pas. L’exécution est ici encore plus rapide car si 'on
excepte la construction du graphe union, on n’a besoin que d’une exécution de la méthode de
Louvain, indépendamment du nombre de pas de temps.

Cependant, cette méthode optimise une fonction qui n’est pas exactement la modularité
moyenne. En effet, la modularité moyenne peut se réécrire comme :

Quslm 61 = X (L= X (1))

cell \teT teT

alors que la modularité sur le graphe union est égale a :

2
2ter e 2ter dic
Qum’on (777 G, T) = -
;1 2rer Lu 2.2 et Lt

On a donc des inversions entre fractions et sommes. Néanmoins, cette méthode est trés rapide
car les graphes unions sont en général bien plus petits que la somme des tailles des instantanés.
Nous verrons par la suite que cette méthode est une bonne premiere approximation et donne
des résultats de bonne modularité moyenne.

2.2.2 Modularité moyenne des différents réseaux

Pour étudier efficacité des algorithmes, nous avons comparé les qualités de plusieurs parti-
tions en utilisant toute la durée de la mesure comme fenétre de temps (7' = {1,...,n}) avec la
méthode moyenne et la méthode union. A titre de comparaison, nous avons également calculé
les partitions avec la méthode de Louvain a chaque instant indépendamment, ce qui donne une
borne supérieure a ce que 'on peut obtenir avec les autres méthodes qui sont beaucoup plus
contraintes.

méthode union | méthode moyenne | méthode de Louvain
Blogs 0,60 0,61 0,62
Mrinfo 0,910 0,920 0,923
Imote 0,38 0,39 0,56
Radar 0,70 0,70 0,84

TABLE 2.1 : Modularités des différentes méthodes. La modularité pour la méthode de Louvain est la
moyenne des modularités a chaque instant.
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Le tableau 2.1 présente les modularités obtenues pour chacune des trois méthodes. Bien que
les méthodes union et moyenne soient assez proches en termes de qualité, la méthode moyenne
est toujours meilleure. La méthode union est cependant intéressante du fait de sa rapidité 2. On
observe également que sur certains réseaux, la qualité moyenne est tres proche de la modularité
obtenue en moyenne avec la méthode de Louvain alors que la modularité moyenne calcule une
seule partition contrairement a la méthode de Louvain.

Plus précisément, la figure 2.4 compare a chaque instant ¢ la modularité de la partition
calculée avec la méthode de Louvain a la modularité de la partition moyenne (restreinte aux
sommets de V}).

098 T T T T T T T
0.96 i
R e S N S ]
0.94 - | F NT/WW % (——
o 092f i - o
% ooéz F m | | ] §
<) : | ¥ 7 <)
= o086 MW/ ‘ - =
0.84 [ g
o Louvain .
0.82 Louvain multi-pas - I
08 1 1 1 1 1 1 1
0 50 100 150 200 250 300 350
Temps Temps
(a) Mrinfo (b) Imote
08 T T T T, 09 T T T T
~ Louvain |
0.75 N Louvain multi-pas -—----- 1 0.85 w /wa “‘\M “‘ﬂd "M W“,\'}\,‘gVWWMW,"HWMWW 'WN
0.7 -‘\\A . 08 g
3Ol O
S 065 DA . 5 075 f v -
> - I =] hhRAE iy I
g 0.6 - - \/Txi—ﬁi%}j\j_ é 0.7 —‘ Wt 1"“‘\4]“, 11 ‘ L \ -
055 | . 065 F ] I
05 | . 06 |- "' Louvain .
; Louvain multi-pas -
0.45 ' ' ' ' ' 0.55 ' ' '
0 20 40 60 80 100 120 0 1000 2000 3000 4000 5000
Temps Temps
¢ ogs adar
BI d) Rad

FIGURE 2.4 : Modularités des différents partitions étudiées sur les jeux de données.

Sans rentrer dans les détails sur ces figures, on peut voir que sur les réseaux Mrinfo et Blogs,
on arrive a trouver une partition multi-pas dont la qualité est quasiment optimale a chaque
instant. Pour Imote et Radar, en revanche, ce n’est pas possible et la partition multi-pas a une
qualité constamment en deca de 'optimal. Cela vient du fait que les deux premiers réseaux sont
assez stables et que cette partition multi-pas est pertinente, alors que les seconds ne le sont pas.

En conclusion, lefficacité de cette fonction de qualité dépend fortement des caractéristiques
de la dynamique du graphe. Cependant, les contraintes imposées a la méthode sont tres fortes
et I'on imagine facilement que 'on cherche quelque chose qui n’existe pas en voulant trouver
une unique partition pertinente pour I’évolution complete d’un réseau. En particulier, on peut
penser que chaque réseau évolue par phases et que 'on aurait sans doute plus de succes en se
limitant a ces phases, a condition de pouvoir les identifier.

2. Sur ces quatre réseaux le calcul est quasiment instantané avec la méthode union, une fois le graphe calculé,
alors qu’avec la méthode moyenne ils vont de 30 secondes pour Blogs jusqu’a plus de 4 heures pour Radar qui
possede de nombreux pas de temps.
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2.3 Fenétres de temps

Le fait de calculer la modularité moyenne sur toute la période est certainement une erreur
sauf dans le cas particulier d’un graphe dont la structure reste globalement constante. Nous
allons maintenant exploiter le fait que 'on peut choisir la fenétre de temps sur laquelle se fait
I'optimisation afin de se limiter a celles qui ont un sens. Il est important de noter qu’une fenétre
de temps n’est pas forcément constituée de pas de temps consécutifs : on peut vouloir par
exemple retrouver une structure qui se répete chaque matin. Une fenétre de temps T est donc
de maniére générale un sous-ensemble de S (’ensemble des pas de temps).

Dans le réseau Imote, la structure change entre le jour (travail) et la nuit (sommeil), mais elle
change aussi durant la journée en fonction des différentes sessions, repas et pauses. Outre I’aspect
de contiguité temporelle déja évoqué, la notion de hiérarchie est aussi importante : répétition des
journées, constituées de sessions répétées, de pauses, etc. Ce genre de segmentation hiérarchique
est habituellement représenté par un arbre dont les feuilles sont les pas de temps et dont chaque
sommet intermédiaire correspond aux regroupements des pas de temps contenus dans les sous-
arbres. La figure 2.5 illustre une telle décomposition sur un exemple fictif.

Matin, au travail . Toujours au travail | Début du repas | Fin du repas . Apres-midi au travail | Soirée
P P i e e x
N P e Ve <o
<] el xia | = ia =i 2

Durant la matinée, la structure
ne change pas beaucoup

La structure est similaire entry
les réseaux décrivant le repa

La structure est plus similaire
entre I'aprés-midi et la matinée

Finalement, la structure est la plus différente entre
la soirée et le reste de la journée

FIGURE 2.5 : Un exemple naif de décomposition hiérarchique en pas de temps de I’évolution d’un réseau
social. Durant la matinée, les gens travaillent et les pas de temps correspondants sont regroupés. Pendant
le repas, la structure change a nouveau. Durant I’aprés-midi, les gens retournent au travail et donc la
structure ressemble a la matinée, et ainsi de suite.

2.3.1 Calcul des fenétres

Les algorithmes gloutons se prétent bien a la segmentation hiérarchique : on commence par
créer des fenétres ne contenant qu'un pas de temps puis, de maniere itérative, on regroupe
les deux fenétres les plus similaires jusqu’a avoir regroupé toutes les fenétres ou avoir décidé
que plus aucun regroupement pertinent n’est possible. Cet algorithme tres classique nécessite
uniquement une fonction de similarité entre fenétres.

Dans notre cas, comme 1’on souhaite optimiser la modularité moyenne, il est préférable de
regrouper des fenétres pour lesquelles le regroupement donne une bonne modularité moyenne.
De maniére intuitive, si la partition P; d’une fenétre 7T est bonne pour une fenétre To de
partition Py et inversement, alors on peut considérer que les deux fenétres sont similaires.

Définition 3 Etant données deux fenétres de temps T; et T} et leurs partitions correspondantes
P; et Pj, la similarité entre T; et T; est définie comme :

Sim(T;, Tj) = Qavg(Gs Piy Tj) + Qavg (G, P, T})
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Il faut remarquer que l'on n’effectue pas de comparaison directe des partitions a cause des
phénomenes d’instabilité. Bien entendu, l'approche que nous avons suivie n’est pas la seule
envisageable mais elle a le mérite de la simplicité.

Cette méthode construit donc une segmentation hiérarchique binaire (regroupement des
fenétres deux par deux) des pas de temps et fournit une forét de fenétres car on arréte l'aggré-
gation si la similarité est négative. La complexité de 'algorithme se calcule simplement, en effet
s’il y a n pas de temps, il faut effectuer 2n détections de communautés en tout : une sur chaque
pas de temps initiallement (avec la méthode de Louvain) puis pour chacun des n regroupements
il faut recalculer la partition multi-pas. Dans la pratique, les graphes étant petits, chaque dé-
composition est presque instantanée et la principale limitation vient de la mémoire nécessaire
pour stocker le graphe.

2.3.2 Reésultats

Il faut noter que I'approche contigué est tres sensible et, s’il y a un instant qui est signi-
ficativement différent des autres dans une suite de pas de temps, alors la vision contigué va
nécessairement casser la suite en deux sous-parties autour de cet instant. En contrepartie cela
peut permettre d’identifier des ruptures de la structure de maniére automatique. L’approche
non contigué semble donc plus pertinente dans I’absolu car elle permet justement de trouver des
similarités & des moments différent, cependant l'analyse de telles segmentations est en général
plus complexe.

Nous avons étudié plusieurs réseaux dynamiques et, pour chacun, nous avons calculé des
segmentations avec des fenétres de temps contigués ou non. Nous illustrons les résultats sur
deux exemples pour lesquels la méthode est pertinente.

La figure 2.6 présente la segmentation du réseau Mrinfo avec des fenétres non contigués.
On observe des regroupements complexes mais en étudiant la segmentation en détail on peut
retrouver trois phases de la dynamique qui sont connues sur ce réseau, ce qui valide que le
découpage a du sens. On peut aussi remarquer que bien qu’aucune contrainte de contiguité
ne soit imposée, les fenétres calculées sont, de fait, trés souvent constituées de pas de temps
consécutifs, ce qui parait raisonnable car deux pas de temps consécutifs ont plus de chance
d’étre similaires structurellement.

Nous obtenons des résultats similaires avec Imote (figure 2.7). En imposant la contiguité,
les fenétres les plus grandes peuvent facilement étre identifiées a des journéees, des nuits, des
sessions, etc. (nous n’avons pas la correspondance exacte entre les instants de 'expérience et les
heures de la conférence et ne pouvons qu’émettre des hypotheses). Sur la version sans contiguité
imposée, on arrive méme a retrouver des demi-journées, ce qui est tres positif étant donnée la
qualité des données. Il est cependant délicat d’extraire des informations de ces arbres car ils
contiennent plusieurs dizaines de milliers de sommets.

Enfin, sur les deux derniers réseaux, on obtient des résultats plus mitigés. Sur Blogs, il est
difficile d’identifier clairement quelque chose : le réseau se construisant uniquement par ajout
de sommets et de liens, il y a peu de fenétres pertinentes et la non-contiguité n’apporte rien
de plus. Sur Radar enfin, on ne dispose de quasiment aucune donnée permettant de valider les
fenétres obtenues. Seuls quelques événements connus sont bien identifiés.

Les résultats obtenus sont prometteurs. Les décompositions obtenues sont souvent perti-
nentes et identifient clairement des phases, quand elles existent, et les deux approches avec ou
sans fenétres contigués sont complémentaires. Les premieres sont plus simples & interpréter et
indiquent clairement des moments ou la structure change radicalement, alors que les secondes
fournissent des résultats plus fins, moins contraints temporellement et pouvant détecter des
structures répétées.
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Phase 1 et phase 3 v Phase 2 + cas particuliers
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[285-287],[289-303]

[ 1207-3001302:3031 | [1291-2961| [1324-32711320-3301332:3361 | [ 3123143181

[332-336] [324-327),329

FIGURE 2.6 : Segmentation hiérarchique de Mrinfo. Les valeurs dans les sommets de la forét représentent
les fenétres de temps : [a — b] représente l'intervalle des pas de temps entre a et b, et a,b représente
I'union de a et b. Les trois phases connues sur ce réseau, [1-51], [52-116] et [117-365] sont indiquées sur
la figure. Ces phases sont facilement visibles sur la figure 2.4(a).

2.4 Synthese

Nous avons montré dans ce chapitre que malgré 'existence de nombreuses partitions de
bonne modularité, il est possible de calculer des communautés dynamiques sans trop d’instabi-
lité. Nous avons pour cela proposé deux méthodes basées sur le méme principe : si une partition
est bonne & un instant, alors la méme partition ou une partition trés proche sera toujours valable
a l'instant suivant, sous réserve que le graphe évolue peu.

Partant de ce principe, nous avons tout d’abord proposé de fournir a la méthode de Louvain
une partition initiale correspondant & ce qui avait été calculé a l'instant précédent afin de la
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FIGURE 2.7 : Premiers niveaux de la décomposition hiérarchique du temps sur Imote. L’arbre étant trop
grand, nous ne représentons donc ici que les premiers niveaux aprés un filtrage partiellement manuel.

guider dans 'optimisation. Nous avons montré que cela stabilisait grandement la méthode avec
une perte de qualité assez réduite comparativement. Malheureusement, les quelques instabilités
restantes ne sont pas compréhensible avec nos connaissances actuelles.

Nous avons ensuite proposé une autre version dans laquelle la partition est figée pendant
plusieurs pas de temps, en espérant qu’elle reste de bonne qualité. Ceci souléve de nombreuses
questions, comme la définition de la qualité sur plusieurs pas de temps, les moyens pour optimiser
cette qualité et les pas de temps qu’il convient de choisir pour que cela ait un sens. Nous avons
répondu a ces différentes questions pour parvenir a une méthode qui est capable d’identifier des
fenétres de temps imbriquées pertinentes et, pour chacune d’elles, de fournir une partition qui
est globalement de bonne qualité pendant la durée de la fenétre de temps.

Les deux approches ont été validées sur des données réelles et nous avons montré que l’'on
est capable, avec des performances plus ou moins bonnes, de trouver des événements connus par
ailleurs, d’identifier des phases dans I’évolution et donc de fournir des partitions en communautés
qui ont du sens pour les réseaux étudiés.

L’approche consistant & chercher des fenétres pertinentes peut étre modifiée de diverses
manieres et des améliorations sont possibles. Tout d’abord, la fonction de qualité choisie est
loin d’étre parfaite car elle mesure en méme temps la similarité entre les partitions et la nature
modulaire des graphes sous-jacents : deux fenétres de temps identiques seront d’autant plus
proches que leur structure est modulaire.

L’autre axe d’amélioration dans la définition de la similarité vient du fait qu’en faisant la
somme des modularités, on perd toute notion de causalité : la succession des pas de temps G1,
G, G5 est strictement équivalente a la succession G3, Go, G1. Trouver une métrique pouvant
prendre cela en compte donnerait tres certainement des résultats plus pertinents. Cela pourrait
passer par des jeux de pondération.

Ces différentes approches, malgré les problemes de stabilité résiduels, sont cependant perti-
nentes pour calculer des communautés dynamiques et permettent de suivre simplement 1’évo-
lution de ces communautés. Nous verrons au chapitre suivant une solution pour tenter de cir-
convenir le probléme de la stabilité.
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CHAPITRE 3

C@EURS DE COMMUNAUTES

La modularité, malgré sa popularité, posséde un certain nombre de défauts comme nous
avons pu le voir précédemment. L'un des défauts principaux est lié au fait qu’il existe de
nombreuses partitions de qualité comparable. Ainsi, un algorithme classique confronté & deux
graphes isomorphes peut fournir des partitions significativement différentes. La significativité
des partitions obtenues n’est alors pas évidente et trouver « la bonne partition » n’a pas forcé-
ment de sens. Méme dans le cas ot ’on arriverait a trouver 'optimum de modularité, comment
justifier que, pour un millieme de point de modularité en plus, on en préfere nettement une 7

Nous proposons ici une approche orthogonale qui consiste a voir 'existence de différentes
partitions de bonne qualité comme une force. En effet, bien que ces partitions soient différentes,
elles présentent en général un certain nombre de similitudes. L’étude de celles-ci fournit des
informations sur des zones du graphe qui sont tres robustes aux perturbations, et aux change-
ments d’algorithme ou de conditions initiales. Ces similarités entre partitions nous permettrons
de définir des ceeurs de communautés.

L’étude de ces coeurs était centrale dans la these de Massoud Seifi. Dans ce chapitre nous
montrerons leur pertinence dans des cas concrets, leur utilité dans la comparaison avec les
graphes aléatoires [81] et dans le suivi de communautés dans les graphes dynamiques [82].

3.1 Approches similaires

Combiner différents résultats afin d’obtenir une solution plus consensuelle n’est pas une
nouvelle idée [34]. Dans le cas des communautés cela peut permettre d’identifier des ensembles
de sommets plus stables et plus significatifs. Comme la plupart des algorithmes de détection de
communautés sont déterministes, cela implique souvent de casser ce déterminisme, ce qui a été
principalement fait via des perturbations plus ou moins fortes du réseau étudié. L’idée consiste a
générer de nombreux réseaux similaires au réseau étudié en effectuant de petites perturbations.
Ensuite, les communautés sont détectées dans chaque réseau, puis agrégées. Parmi les méthodes
de perturbation, on peut citer :

— le fait de renuméroter les sommets. Ceci tire parti du fait que la plupart des algorithmes
traitent les sommets dans un ordre donné et que le modifier change le résultat. Cette
méthode est utilisée notamment dans [59, 91] ;

— le recablage de lien [54], ot une fraction « des liens sont recablés en essayant de respecter
au maximum la distribution des degrés du graphe original. En fonction du parametre «,
le réseau est plus ou moins similaire au réseau de départ ;

— la modification du poids de chaque lien suivant diverses lois [45, 78].

Une fois les différentes partitions générées, il faut en extraire les communautés consensuelles.
Ceci peut se faire en regardant pour chaque paire de sommets (i, j) si les deux sommets sont
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classés dans la méme communauté ou dans des communautés différentes. Il est alors possible
de définir une matrice de taille n X n, que nous noterons P;; = [pij]j}/xn, telle que les éléments
pij de cette matrice représentent la fréquence d’appartenance de i et j a la méme communauté.
A partir de cette matrice,
— les auteurs de [78] cherchent des ensembles maximaux de sommets qui sont regroupés
dans 95% (pi; > 95%) des échantillons au moins;
— dans [45], seuls les liens de fréquence p;; supérieure a un seuil donné sont conservés et les
composantes connexes de ce réseau sont les communautés finales.
Une idée supplémentaire dans [45] consiste & comparer le p;; des liens internes a une communauté
a celui des liens externes : si les liens internes ont un p;; = 1 et que les liens entre communautés
ont un p;; = 0, alors la communauté est trés stable. De maniere plus générale les auteurs
proposent de regarder la stabilité globale d’un ensemble de partitions avec :

-1
S=_— > {pijloga pij + (1 — pij) logy(1 — pij)}
2%
dont la valeur vaut 1 si tous les p;; valent 0,5, et 0 si les p;; valent soit 0 soit 1.
Enfin, de nombreuses approches similaires en fouille de données combinent les résultats

de plusieurs clusterings afin d’obtenir un regroupement consensuel plus significatif (voir par
exemple [17, 43]).

Les travaux présentés dans la suite sont comtemporains de ceux présentés précédemment et
un certain nombre de points sont similaires, notamment sur les principes de base. Néanmoins, ils
apportent quelques variations, en particulier sur le fait qu’aucun seuil n’est fixé, que toutes les
paires de sommets sont considérées et pas seulement les paires reliées. Enfin, nous montrerons
que cette approche permet de constater 'absence de communautés stables sur des graphes
aléatoires et qu’elle peut servir de base pour I’étude des communautés dynamiques.

3.2 Meéthodologie

De maniere intuitive, un cceur de communauté est un ensemble de sommets qui ont une
forte tendance a étre assignés a la méme communauté et ce, indépendamment de I'algorithme
de détection utilisé, de I'ordre de traitement des sommets et d’autres perturbations mineures
du réseau.

Idéalement, pour évaluer ces coeurs de maniere fiable, il faudrait pouvoir calculer toutes
les partitions de bonne qualité, chacune apportant une information pertinente sur la structure
communautaire du réseau. Une approximation simple consiste a appliquer A fois un algorithme
de détection de communautés de sorte qu’il fournisse des partitions différentes via 1'une des
méthodes présentées précédemment. Nous nous basons ensuite sur la matrice des p;; et, dans
la suite, nous travaillerons essentiellement sur cette matrice qui contient une information tres
riche. Il faut noter que la matrice des p;; peut étre vue comme la matrice d’adjacence d'un
graphe de co-appartenance.

Si l'on souhaite réellement obtenir des cceurs, étant donné un seuil a € [0,1], on peut
supprimer tous les liens de poids p;; < « de ce graphe de co-appartenance. Les composantes
connexes de ce graphe seuillé sont les a-coeurs de communautés. Il faut noter que la méthode
présentée ne consiste pas a chercher des ensembles de sommets qui se connectent tous les uns
aux autres avec un p;; > « car cela reviendrait a chercher des cliques dans le graphe seuillé et
les cceurs pourraient alors se recouvrir (ce qui serait pertinent, mais ce n’est pas l'objectif ici).
La figure 3.1 illustre cette procédure.

Le calcul des ceoeurs tel que présenté utilise plusieurs parametres :
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FIGURE 3.1 : Calcul des coeurs : (a) le graphe original, (b) le graphe de co-appartenance pour lequel le
poids d’un lien (7, j) est la fréquence d’appartenance de ¢ et j & la méme communauté et (c) les coeurs
de communautés apres la suppression des liens de poids inférieur & un seuil « arbitraire.

le choix de l'algorithme de détection de communautés : des études préliminaires montrent

que le choix de ’algorithme n’a pas une influence significative sur les résultats. Cependant,

il faut exécuter de nombreuses fois I’algorithme sur des graphes de grande taille. Pour ces

raisons, nous avons privilégié la méthode de Louvain qui est rapide et performante;

— la méthode de non-déterminisation : la méthode de Louvain traitant les sommets dans un
ordre aléatoire, aucune modification particuliére n’est nécessaire;

— le nombre d’exécutions N : il faut pouvoir obtenir suffisamment de partitions distinctes
sans augmenter la complexité outre mesure. De maniére empirique, on peut voir que la
matrice des p;; converge polynémialement lorsque N augmente. Plus le graphe est grand
plus il faudrait de partitions mais, en pratique, on fera I'inverse pour des raisons évidentes
de complexité, on utilisera donc quelques centaines ou quelques milliers d’exécutions selon
la taille du graphe considéré;

— le choix du seuil « : le choix d’un seuil est complexe et le caractére multi-échelle de

la structure communautaire n’incite pas a aller dans cette direction. Nous regarderons

I’éventail complet des valeurs de « par la suite.

3.2.1 Pertinence et caractéristiques des cceurs

Afin d’établir la pertinence des cceurs, il convient tout d’abord de vérifier que la matrice des
pi; contient effectivement des valeurs intéressantes. Pour cela, nous nous sommes intéressés aux
distributions des fréquences des p;;. Nous avons appliqué notre algorithme au graphe du club de
karaté de Zachary [95]. La figure 3.2(a) montre les distributions cumulatives de la proportion
de paires de sommets qui sont dans le méme groupe pour 100 et 10° exécutions. On peut voir
sur cet exemple que la majorité des paires sont presque toujours soit groupées (p;; = 1) soit
séparées (p;; = 0), mais qu'il existe aussi quelques paires de sommets qui sont parfois ensemble
et parfois séparées. L’existence de ces sommets a la frontiere des communautés a été utilisée
pour chercher des partitions recouvrantes, comme par exemple dans [90].

Sur des graphes issus de domaines différents et de tailles différentes, notamment des réseaux
de collaboration, des réseaux d’emails et I'Internet, nous observons que méme sur les graphes
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de grande taille un grand nombre de paires ne sont jamais ensemble, et qu'un nombre faible
mais non négligeable de paires sont toujours ensemble. La figure 3.2(b) présente un exemple sur
un réseau d’échange d’emails.
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FIGURE 3.2 : (a) Distribution cumulative des p;; pour le graphe du club de karaté de Zachary et (b)
distribution cumulative inverse des p;; pour un réseau d’échange d’emails.

En particulier, si 'on étudie les paires de sommets qui sont toujours regroupés, il s’agit
surtout de sommets reliés dans le graphe original, comme illustré par la figure 3.3. Inversement,
la majorité des paires de sommets ayant un p;; = 0 correspondent a des sommets non reliés dans
le graphe original. Plus précisément, on observe sur ces deux exemples que la moitié environ des
paires de sommets liés ont un p;; tres proche de 1 et que, au contraire, la majorité des non-liens
ont un p;; tres proche de 0.
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FIGURE 3.3 : Distribution cumulative des p;; pour des paires de sommets, liés ou non.

Structure hiérarchique des cceurs

Lorsque l'on fait varier le seuil «, le nombre de coeurs varie aussi, ce qui induit une structure
hiérarchique. On peut calculer les différents niveaux de cette hiérarchie en supprimant les liens
du graphe de co-appartenance par p;; croissant. A chaque fois que la suppression d’une paire
déconnecte une composante connexe, un nouveau niveau est créé dans le dendrogramme. A titre
illustratif, les coeurs du graphe du club de karaté de Zachary, identifiés en utilisant deux seuils
différents, sont présentés sur la Figure 3.4.

La figure 3.5 montre le dendrogramme du club de karaté pour deux valeurs de N. Sur
cette figure, la forme des sommets (ronde/carrée) représente la classification manuelle faite par
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(a) «=0,39 (b) @« =10,96

F1GURE 3.4 : Coeurs identifiés sur le club de karaté de Zachary en utilisant deux seuils différents.

Zachary. Comme on peut le voir, la division trouvée par 1’algorithme avec N’ = 100 et o = 0.32
correspond presque parfaitement a ces groupes manuels. Il faut cependant noter que la division
la plus proche de la division réelle ne se fait pas en deux coeurs mais en trois, et que chacun des
trois coeurs ne contient que des sommets du méme groupe manuel, a ’exception du sommet 10
qui est mal classé!. A titre de comparaison, le découpage optimal en termes de modularité est
composé de quatre groupes, mais aucune valeur de o ne permet de retrouver ces 4 communautés.

0.00000 }

| 0.08319 |
0.00 | 0.39154
] 0.40
0,09 40175
032 4|—\ 0.59827 ‘
: 0.60876
0.40 = 095504
I 5 R
S 062 & 096789
] | 098713 AR
0.70
0.99271 1
0.96 | 0.99385
]
— 0.99992
10 ‘J_‘ 1.00000 ‘ |
MM D T T T T T molllmnalaodonona
177 6 11 520221813148 4 3 2 121 1031 9 3330272321191615 0 322926252824 177 611 520221813148 4 3 212 1 1031 9 3330272321191615 0 322926252824
5
(a) N =100 (b) N =10

FIGURE 3.5 : Structure hiérarchique des coeurs de communautés pour le club de karaté de Zachary pour
(a) N =100 et (b) N = 10°. La forme des sommets (ronde ou carré) représente la classification manuelle
faite par Zachary.

On observe que le choix d'un A trés élevé ne donne pas nécessairement de meilleurs résultats.
En effet, lorsque le nombre d’exécutions augmente, la probabilité de tomber sur une partition
de trés mauvaise qualité augmente aussi, ce qui perturbe la matrice des p;;. On a donc en
général plus de découpages et plus de niveaux de hiérarchie quand N augmente. Au contraire,
une valeur faible de AV ne permet pas a l'algorithme de converger et les coeurs n’auront pas
forcément de sens et auront les mémes défauts que les communautés elles-mémes.

Nombre et taille des coeurs

Le choix du seuil a a une influence directe sur le nombre et la taille des coeurs. Comme la
figures 3.6(a) l'illustre, avec un seuil proche de zéro on obtiendra des coeurs de grande taille (par-
fois plus grands que les communautés elles-mémes), alors qu’un seuil tres élevé conduira a des
ceeurs trés petits et en particulier beaucoup de cceurs ne contenant qu’un seul sommet (dits
ceeurs triviaux). Nous observons aussi sur la figure 3.6(b) qu’avec un seuil jusqu’a 0,5, nous
avons un cceur contenant la grande majorité des sommets. Lorsque le seuil augmente, ce coeur
éclate rapidement en plusieurs cceurs plus petits. Sur certains réseaux réels comme celui de

1. Pour rappel, ce sommet ne peut pas étre classé correctement car les choix de ce sommet sont contraires a
ses relations sociales, comme expliqué par Zachary [95].
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I'Internet ou le réseau d’emails, on observe toujours des grands coeurs contenant jusqu’a 10%
des sommets, méme avec un seuil égal a 1. Ceci est généralement le signe de communautés tres
marquées.
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FIGURE 3.6 : (a) Taille relative moyenne des coeurs et (b) taille du plus grand coeur en fonction du seuil
pour le graphe du club de karaté de Zachary.

3.2.2 Significativité des cceurs

L’une des méthodes classique pour évaluer la significativité d’une partition est d’évaluer
sa ressemblance avec une classification issue de la réalité de terrain généralement faite « a la
main » par un expert du domaine. Une partition sera d’autant meilleure qu’elle sera proche de
cette classification. Un grand nombre de criteres d’évaluation et de mesures de similarité entre
deux partitions d’un méme ensemble d’objets ont été proposés [72] et le choix d’une mesure
appropriée est par conséquent difficile a faire. Nous présenterons dans la suite des résultats
utilisant l'information mutuelle normalisée [86] et la distance d’édition, mais nous avons vérifié
que d’autres mesures donnent des résultats qualitativement similaires.

Afin d’évaluer la performance de notre approche, nous avons donc comparé la similarité des
communautés (trouvées par 1’algorithme classique de Louvain) et des coeurs de communautés a
la classification issue de la réalité du terrain. Ceci a été fait pour des réseaux artificiels générés
par le modele proposé par Girvan-Newman [46] et plusieurs réseaux réels dont la « vraie »
structure communautaire est connue. Nous ne présentons que les résultats pour le graphe du
club de karaté de Zachary, mais les résultats sont similaires sur tous les exemples que nous
avons étudiés.

Sur ce graphe, pour certaines valeurs du seuil entre 0,3 et 0,4, la classification manuelle est
presque parfaitement identifiée (voir figure 3.7). Sur d’autres graphes, il y a toujours une valeur
du seuil pour laquelle les coeurs sont plus proches de la réalité de terrain que les communautés,
mais c’est en général pour des valeurs du seuil plus élevées, comprises entre 0,7 et 1.

Ces résultats confirment la pertinence de la structure communautaire multi-échelle formée
par les coeurs de communautés, non pas en remplacement des communautés classiques mais en
complément. Dans ce qui va suivre, nous montrerons leur utilité dans deux contextes différents.

3.3 Coceurs dans les graphes aléatoires

Une utilisation classique des graphes aléatoires consiste a savoir si une propriété observée sur
un graphe réel est normale (attendue). Par exemple, nous avons vu que la notion de modularité,
utilisée pour évaluer la qualité d’une partition, est basée sur une comparaison a des graphes
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FIGURE 3.7 : Comparaison de la similarité entre les coeurs et les communautés par rapport a la réalité de
terrain pour le club de karaté de Zachary, pour (a) 'information mutuelle normalisée et (b) la distance
d’édition.

aléatoires. Dans ce contexte, une partition est de qualité si elle est sensiblement meilleure que la
méme partition sur un graphe aléatoire. Or, nous avons vu dans la chapitre 1 que malgré cette
comparaison aux graphes aléatoires, il est possible de trouver des partitions ayant une bonne
modularité dans des graphes aléatoires.

Un bon algorithme de détection de communautés devrait étre capable de reconnaitre que ces
communautés dans des graphes aléatoires ne sont pas de vraies communautés et devrait donc, de
maniere plus générale, indiquer a la fois la présence et ’absence d’une structure communautaire.
Nous montrons maintenant que les cceurs le permettent. Pour cela, nous utilisons deux modeéles
de graphes aléatoires parmi les plus simples : le modele d’Erdds-Rényi [35] qui respecte le nombre
de sommets et de liens et le modele configurationnel [16] qui respecte en outre la distribution
des degrés.

3.3.1 Distribution des p;; pour les graphes aléatoires

La figure 3.8 présente la distribution des p;; pour toutes les paires de sommets, les paires de
sommets reliés et les paires de sommets non reliés pour des graphes aléatoires de degré moyen
respectivement 20 et 100. Dans le cas d’'un degré moyen élevé (figure 3.8(a)), nous observons
que la distribution des p;; est une combinaison de deux lois homogenes, une pour les paires de
sommets connectés et une pour les paires de sommets non connectés. Dans le cas d’un degré
moyen plus faible (figure 3.8(b)), les lois sont beaucoup moins homogenes et le phénoméne
s’amplifie avec la diminution du degré moyen.

En faisant varier la taille des graphes, nous observons qu’a degré moyen constant, plus le
graphe est de grande taille, plus la variance est faible. A la limite, n tendant vers l'infini, on
peut donc supposer que la distribution des p;; serait piquée autour de deux valeurs, une pour
les paires connectées et une pour les paires non connectées. Cette remarque aura un impact fort
dans les prochains paragraphes.

Nous avons aussi comparé la distribution des p;; d'un réseau d’emails et d'un réseau de
collaboration avec des graphes aléatoires de la méme taille construits par le modele d’Erdés-
Rényi et par le modele configurationnel. La figure 3.9 montre ces distributions. Nous avons vu
précédemment que ’on observe généralement une forte proportion de paires de sommets avec
un p;; nul ou proche de 1. Au contraire, dans les graphes aléatoires, on n’observe presque aucune
paire de sommets avec un p;; nul, c’est-a-dire qu’étant donné deux sommets quelconques du
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FIGURE 3.8 : Distributions des p;; pour toutes les paires de sommets, uniquement les paires de sommets
reliés et uniquement les paires de sommets non réliés pour des graphes aléatoires ayant 1000 sommets.
La courbe avec toutes les paires est confondue avec les deux autres.

graphe, il y a au moins une exécution qui les a regroupés et ce, quelle que soit leur position dans
le graphe. Inversement, il y a treés rarement des paires de sommets qui sont toujours ensemble
dans le modele d’Erdds-Rényi et a peine plus avec le modele configurationnel. Ces derniéres sont
majoritairement diies a la présence de nombreux sommets de degré 1 qui sont toujours placés
dans la communauté de leur unique voisin.
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FIGURE 3.9 : Distribution des p;; pour deux réseaux réels et des réseaux aléatoires comparables générés
avec les modeles d’Erdds-Rényi et configurationnel.

3.3.2 Propriétés des coeurs

La figure 3.10 représente la taille moyenne des cceurs, en fonction du seuil, pour un réseau
de collaboration et des graphes aléatoires de la méme taille générés par nos deux modeles. On
observe que le choix d’un seuil faible conduit & un seul coeur contenant tous les sommets. Puis,
apres une transition de phase rapide, on n’observe que des coeurs triviaux contenant un seul
sommet. On peut donc identifier les graphes qui n’ont pas de structure communautaire : ils
n’ont pas de décomposition intermédiaire pertinente.

L’existence de la transition de phase est simple a montrer avec des hypotheses de champ
moyen 2. On montre que les valeurs des pij sont plus élevées pour les paires de sommets reliés

2. La théorie du champ moyen, courante en physique statistique, consiste a remplacer toutes les interactions
entre particules par un unique champ externe. Ce champ externe correspond a l'interaction moyenne exercée sur
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FI1GURE 3.10 : Taille relative moyenne des coeurs pour un graphe réel et deux graphes aléatoires de méme
taille.

que pour les paires de sommets non reliés et qu’elles sont trés concentrées autour d’une valeur
moyenne. Partant de 1a, avec un seuil en dessous de cette valeur moyenne, toutes les paires
sont conservées alors qu’au-dela de ce seuil, aucune paire n’est conservée, d’ou ’existence d’une
transition de phase. Une version détaillée de cette preuve est disponible dans [80].

Le moment précis ou cette transition de phase a lieu peut aussi étre calculé et correspond
a la proportion de liens intra-communautaires dans une partition de bonne qualité d’un graphe
aléatoire. Afin de pouvoir obtenir une preuve compléte, il serait donc nécessaire de pouvoir
calculer cette proportion de liens intra-communautaires. A I'heure actuelle, c’est un probléme
ouvert qui est généralement abordé uniquement de maniére numérique [50].

3.4 Dynamique des coeurs

L’approche classique qui consiste a appliquer des algorithmes statiques a chaque instant de
I’évolution d’un réseau dynamique, de maniere indépendante, donne généralement de mauvais
résultats comme nous ’avons montré dans le chapitre 1 et les méthodes stabilisées ne résolvent
pas entiérement la probléme comme nous 'avons vu dans le chapitre 2.

Nous allons donc maintenant réévaluer cette méthode avec les coeurs, tout d’abord sur
des dynamiques simulées simples puis sur un cas réel. Nous comparerons a chaque fois les
modifications engendrées par les évolutions pour des communautés et des cceurs afin de montrer
que les coeurs semblent mieux adaptés que les communautés a I'étude de la dynamique. Les
travaux présentés ci-dessous sont préliminaires et il reste beaucoup de travail avant d’en arriver
a des méthodes permettant effectivement de suivre 1’évolution de cceurs au cours du temps.

3.4.1 Impact de la dynamique sur la structure hiérarchique

Etant donné un graphe dynamique G composé d’une suite de graphes Gy, a chaque instant
t de son évolution, nous considérons PN i, la matrice des p;; du graphe G; a l'instant t.

L’impact de la dynamique du graphe peut étre étudié a trois niveaux : sur le graphe complet,
sur un sommet et sur une paire de sommets. Dans le premier cas, on peut calculer simplement
la distance euclidienne entre les matrices avant et apres I’évolution :

une particule par le reste du systéme. Cela revient, entre autres, a négliger toutes les fluctuations et les éventuelles
corrélations. On perd donc en précision de la description, mais les résultats sont généralement beaucoup plus
simples & obtenir.
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. N N _ - . 2
distance(P; Gy Py Gt+1) = Z |szGt —szGt+1|
4,j€(ViNVit1)
On peut également calculer la différence entre les deux matrices Ap;; = p;j G~ Pijc,, - Si
I’on souhaite étudier I'impact de I’évolution sur un sommet ¢, on peut calculer la somme des

valeurs absolues de la i-eme ligne de cette matrice :

n n

1(i) =Y Ipijg, —Pija,,,| = D |Api] -

j=1 j=1

Enfin, pour étudier I'impact sur une paire de sommets (i, j), on peut se restreindre a ’entrée
correspondante de la matrice Ap;;.

3.4.2 Méthodologie

Avant d’étudier de vrais réseaux dynamiques, nous allons simuler une dynamique a partir
d’un réseau statique existant. Comme précédemment, cette dynamique doit étre aussi simple
que possible, controlée et garantir que le réseau garde sa structure communautaire malgré
I’évolution. Nous utilisons donc la méthode consistant a enlever un seul sommet d’un réseau
statique.

Nous avons appliqué cette dynamique simple a un réseau Emails ayant 1133 sommets et
5451 liens (des études sur d’autres réseaux donnent des résultats similaires). Nous avons donc
considéré pour chaque sommet u le réseau initial apres la suppression de ce sommet. On notera
G\, le graphe obtenu en enlevant le sommet u de G.

Afin d’évaluer la stabilité des coeurs et de la comparer avec la stabilité des communautés,
nous avons d’abord calculé la matrice des p;; du graphe initial G(V, E)), notée Pz'j]\'[ o ainsi que les
matrices des graphes G\, notées Pl/]\-/ G, avec N = 1000. Ensuite, nous avons calculé les distances

euclidiennes entre P et toutes les matrices P . La figure 3.11 illustre les distributions

ij G i Gy
cumulatives de ces distances pour le réseau d’Emails. Pour N' = 1 (ce qui correspond simplement
a la méthode de Louvain), nous avons exécuté cinq fois 'algorithme afin de nous assurer de ne
pas trouver un cas pathologique. Nous observons que les distances euclidiennes pour les coeurs

sont beaucoup plus faibles que celles de la structure communautaire.
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FIGURE 3.11 : Distributions cumulatives des distances euclidiennes entre les matrices avant et apres
suppression d’un sommet pour les coeurs et les communautés sur le réseau d’Emails.
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3.4.3 Impact sur la structure des coeurs

Pour la suppression d’un sommet u, nous avons aussi calculé la matrice des variations Ap;; =
Dijc — Dij G et étudié la distribution des valeurs dans cette matrice. Nous observons deux types
de distributions différents, comme illustré sur la figure 3.12 pour le réseau d’Emails avec une
dynamique simulée. La figure 3.12(a) présente la distribution des variation de p;; lors de la
suppression du sommet 830. Nous voyons que sur cette figure, les valeurs sont tres faibles ce qui
signifie que la suppression de ce sommet n’a qu’une faible influence sur la structure des cceurs.
En revanche, pour le sommet 731 (figure 3.12(b)), on peut observer des valeurs beaucoup plus
élevées, proches de —1 et 1.

Un Ap;; égal a 1 signifie que 7 et j n’étaient jamais ensemble avant la suppression et qu’ils
sont toujours ensemble apres, 4 et j se sont donc rejoints. Inversement, un Ap;; égal a —1 signifie
que le coeur contenant i et j a été scindé.
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FIGURE 3.12 : Distributions des Ap;; pour (a) un sommet ayant un impact faible (distribution proche
de 0) et (b) un sommet ayant un impact fort (distribution avec des valeurs proches de 1 et de —1).

Certains cas sont particuliers et ont un impact unidirectionnel. C’est par exemple le cas
du sommet 376 du réseau de chercheurs dont les seules variations significatives sont positives
(voir figure 3.13(a)). Pour aller plus loin, la figure 3.13(b) montre la distribution des impacts
1(i) = >=7_1 |Apij| sur les sommets. Nous observons que 8 sommets sont trés fortement impactés
(avec un impact total de 26) et que 18 sommets sont assez fortement impactés (avec un impact
total proche de 7). Ceci correspond simplement a la fusion de deux cceurs, un petit de 8 sommets
et un autre de 18 sommets. La dissymétrie dans les impacts vient de la taille des coeurs originaux.
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FIGURE 3.13 : (a) La distribution des Ap;;, lors de la suppression du sommet 376 du réseau de collabo-
ration. (b) La distribution des impacts totaux de cette suppression sur chaque sommet 4, (7).
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3.4.4 Localité de 'impact

Nous avons montré que les cceurs sont beaucoup plus stables que les communautés quand
le graphe est légerement modifié, méme si la suppression de certains sommets a un impact plus
fort. L’'un des défauts principaux de la modularité est, qu’outre 'importance des changements,
ceux-ci peuvent avoir lieu dans tout le graphe et pas seulement a proximité des modifications, ce
qui est peu intuitif. La figure 3.14 illustre I'impact moyen de la suppression d’un sommet sur les
autres sommets du graphe en fonction de leur distance au sommet supprimé. Nous observons
que cet impact pour les coeurs est faible et tres localisé en général et, qu’inversement, il est
moins lié a la distance au sommet supprimé pour les communautés.
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FIGURE 3.14 : Impact moyen de la suppression d’un sommet sur les sommets & distance £ du sommet
supprimé en fonction de k.

Malgré tout, nous observons parfois des impacts forts sur des sommets plus éloignés de la
modification. Par exemple, comme la figure 3.15 l'illustre, la suppression du sommet 112 du
réseau de collaboration (pointé par une fleche) a un impact fort sur des sommets qui en sont
éloignés et résulte en la scission d’un coeur en deux sous-coeurs.

Ce résultat est a la fois négatif et aussi trés contre-intuitif car les coeurs sont justement
censés absorber les variations non locales diies aux instabilités de ’algorithme. Les quelques
cas d’impacts non locaux que nous avons étudiés sont dii & un probléme de résolution limite.
Ce probleme implique que plus le réseau est grand, plus les communautés le sont et donc les
coeurs aussi, et inversement. Ainsi la suppression d’un sommet de fort degré peut aboutir a une
scission alors que celle d'un sommet de faible degré ne provoquera pas de cassure.

=, =,
:,a
="
2
(a) Avant suppression (b) Apres suppression

FIGURE 3.15 : Les cceurs identifiés avant et aprés la suppression du sommet 112 (pointé par une fleche
en bas & droite sur (a)). Le probléme de résolution limite est visible pour le coeur le plus & gauche de (b).

Ce probleme de résolution limite est pénalisant dans notre contexte et trouver une méthode
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permettant de distinguer les cas de résolution limite des cas d’impact réel est une perspective
importante de ce travail.

3.4.5 Dynamique réelle — réseau mrinfo

Finalement, nous souhaitons maintenant étudier un cas de dynamique réelle. Outre la com-
préhension de la dynamique des communautés, I'une des applications majeure est de détecter
automatiquement des événements dans les dynamiques de graphes de terrain. Méme s’il est
difficile de définir clairement ce qu’est un événement, dans notre cas cela consiste a identi-
fier des modifications profondes, occasionnelles et inhabituelles qui ne sont pas conformes au
« comportement attendu ».

La figure 3.16(a) illustre la distance d’édition entre les partitions de deux pas de temps
successifs pour la méthode de Louvain, la méthode de Louvain stabilisée et les coeurs sur le
réseau Mrinfo. Nous observons que les cceurs sont beaucoup plus stables que la méthode de
Louvain mais moins stables que la méthode de Louvain stabilisée. Nous avons choisi un seuil de
0,86 pour les coeurs, qui donne les résultats les plus stables.
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FIGURE 3.16 : (a) Distance d’édition entre communautés ou ceeurs pour deux pas de temps successifs sur
le réseau mrinfo. Les coeurs sont identifiés avec N' = 1000 et o = 0, 86. (b) Distance d’édition entre deux
pas de temps successifs pour deux exécutions différentes de Louvain stabilisée sur le réseau mrinfo. Les
résultats de la deuxiéme exécution sont présentés avec des valeurs négatives pour simplifier la lecture.

Nous avons cependant des motifs de satisfaction car, bien que la méthode de Louvain stabi-
lisée soit plus stable, le fait qu’elle utilise la partition de 'instant précédent comme initialisation
aide l'algorithme mais en méme temps lui impose une contrainte. La conséquence de cela, illus-
trée par la figure 3.16(b), est que si I'on applique la méthode de Louvain stabilisée plusieurs
fois au méme réseau, certains pics de modifications changent de position a chaque exécution
(un changement important a lieu a 'instant 340, mais d’autres moins visibles sont présents a
différents endroits). Cela signifie que les événements observés avec cette méthode sont assez
dépendants de la toute premiere partition trouvée et sont donc sujets a caution. Pour les coeurs,
ce probléme ne peut pas se poser car les calculs sont indépendants a chaque instant.

Il reste beaucoup a faire pour comprendre les communautés sur des graphes dynamiques,
mais les coeurs semblent un outil pertinent du fait notamment qu’ils apportent une stabilité
naturelle sans contrainte temporelle.
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3.5 Synthese

De nombreux algorithmes ont été proposés pour identifier la structure communautaire des
graphes de terrain, mais ils souffrent généralement de non-déterminisme et d’instabilité. Nous
avons présenté ici une méthodologie qui tire parti de ce non-déterminisme, et avons proposé une
définition du concept de cceurs de communautés, un algorithme simple de calcul associé et une
validation de la pertinence de ces coeurs. Des études sur des graphes réels montrent que, sous
certaines conditions, les coeurs sont plus similaires a la réalité de terrain que les communautés.

Le calcul des coeurs est, pour l'instant, assez peu efficace puisqu’il nécessite de construire une
matrice de probabilité de co-apparition des sommets dans les communautés ce qui est ingérable
pour des graphes de grande taille. Une perspective toute naturelle serait d’optimiser algorithmes
et structures de données pour ne pas rester limité a des graphes de quelques milliers de sommets.

En outre, nous avons basé le calcul des coeurs sur I’hypothese que la méthode de Louvain
va fournir des partitions de bonne qualité en nombre suffisant pour capturer la majorité des
similitudes. Or, il n’est pas impossible que la méthode de Louvain soit fortement biaisé et qu’en
fait, les similitudes observées ne soient pas celles des partitions de bonne qualité, mais juste des
partitions de bonne qualité obtenues par la méthode de Louvain. Ce point devra étre étudié.

L’application de cette méthodologie a des graphes aléatoires a clairement mis en évidence
I’absence de structure communautaire réelle dans ces graphes, bien qu’il soit possible d’y trouver
des partitions de modularité non triviale. Cette absence est parfaitement visible sous la forme
d’une transition de phase pour laquelle un cceur géant est instantanément détruit.

Les perspectives sont nombreuses, la premiére consistant a prouver formellement I'existence
d’une transition de phase dans le cas des graphes aléatoires suivant plusieurs modeles. Il en va
de méme pour certains types de graphes (arbres, grilles, tores, etc.) sur lesquels on peut trouver
des communautés (au sens de la modularité) alors qu’ils n’en contiennent pas réellement.

Dans le cas dynamique, nous avons montré que si de tres faibles perturbations du réseau
peuvent générer des transformations majeures des communautés, il n’en est pas de méme pour
les coeurs pour lesquels 'influence des changements est faible et locale, problemes de résolution
limite exceptés. Si les coeurs sont moins stables que certaines approches stabilisées, ils ont
I’avantage d’étre calculés indépendamment & chaque instant avec une stabilité plus claire.

Le probleme de I’étude des communautés dans les graphes dynamiques en est encore a ses
balbutiements. Concernant les coeurs, il faudrait dans un premier temps réussir a contourner les
problémes diis a la résolution limite, afin de pouvoir clairement identifier les évolutions réelles
de la structure. Ensuite, il faudrait valider de maniere approfondie 1'utilité des coeurs sur des
graphes réels, par exemple en identifiant des événements connus ou inconnus.

Enfin, la méthodologie des cceurs peut étre généralisée et étendue a d’autres approches
classiques de détection de communautés. Par exemple, la méthode de Louvain stabilisée est
non déterministe et nous avons vu qu’il est sensible a la premiere partition calculée. Il serait
par exemple possible de calculer des coeurs au premier instant puis d’utiliser la méthode de
Louvain stabilisée ensuite. Il serait aussi possible de calculer des similarités entre différentes
exécutions de la méthode de Louvain stabilisée ou des partitions multi-pas, et d’appliquer les
mémes concepts que pour les coeurs. De maniere plus générale, chercher des consensus entre
différentes exécutions parait nécessaire dans tous les cas ou trouver un optimal est, soit difficile,
soit non pertinent.
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CONCLUSIONS ET PERSPECTIVES

Meéme si les premiéres définitions de communautés dans les graphes datent maintenant d’une
soixantaine d’années, la dynamique des graphes de terrain et I’étude des communautés en parti-
culier ne font I’objet d’études intensives que depuis une petite décennie. Il est par contre certain
qu’elles vont continuer & étre étudiées encore longtemps, les données étant de plus en plus
nombreuses et de plus en plus riches. On découvre également en permanence des applications
potentielles au fur et a mesure que de nouvelles données sont modélisées sous forme de graphe.

Par exemple, dans le domaine des neurosciences, on est maintenant capable d’étudier le
sytéme nerveux complet de certaines especes. Ainsi, un ver microscopique, le Caenorhabdi-
tis elegans possede 302 neurones et environ 7000 synapses dont on connalt exactement les
connexions [1]. Dans un tout autre domaine, on voit de plus en plus d’objets équipés de capa-
cités de communication qui sont connectées a Internet (on parle alors d’Internet des objets).
On ne comptera plus alors en millions mais en milliards d’objets connectés, et I'Internet aura
certainement une dynamique beaucoup plus forte. Comprendre la dynamique de ces systémes
en général et de leurs communautés en particulier est un défi auquel il faudra répondre.

A une échelle plus modeste, nous avons présenté dans ce mémoire deux axes différents
pour aborder le probleme de la dynamique des communautés. Le premier axe est basé sur
I’idée intuitive que si le graphe évolue peu, alors sa représentation sous forme de communautés
devrait de méme évoluer assez peu. Cette hypothese est cependant assez difficile a vérifier
en pratique a cause du probleme d’instabilité qui bouleverse les partitions méme en ’absence
de modifications topologiques. Nous avons montré qu’il est malgré tout possible d’obtenir un
gain significatif de stabilité en gardant en mémoire des calculs passés et nous avons étendu
cette solution a I'extréme en ne faisant plus évoluer les partitions, ce qui a donné lieu a des
communautés multi-pas. Couplée a une méthode de détection de fenétres de temps pertinentes,
notre approche permet in fine de calculer une hiérarchie de plages temporelles et des partitions
associées, que nous avons pu confronter avec succes a des données réelles.

Le deuxieme axe que nous avons présenté utilise au contraire le non-déterminisme des al-
gorithmes ou plut6t 'existence de nombreuses partitions de qualité similaire afin d’en extraire
des similitudes. Nous avons tout d’abord montré que la notion de ceeur est pertinente et qu’il
est possible de les calculer dans les graphes de terrain. Nous avons ensuite montré que, contrai-
rement & ce que 'on observe dans les graphes réels, la structure hiérarchique des coeurs est
inexistante dans les graphes aléatoires, bien qu’ils contiennent des partitions de bonne modu-
larité. Les coeurs permettent donc aisément de distinguer les vraies structures communautaires
de celles causées par des fluctuations diverses ou des limitations de la modularité. Nous avons
également entamé des travaux pour montrer que les cceurs, étant treés stables, devraient étre
utiles pour étudier les graphes dynamiques et que, mis a part un probléeme de résolution limite,
ils arrivent & absorber toutes les variations non locales.

Pour ces deux approches, nous avons déja présenté un certain nombre de perspectives et,
pour les cceurs en particulier, il reste beaucoup a faire dans le contexte dynamique : accéléra-
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tion des calculs, validation des résultats sur des données simulées et dans différents contextes
réels, etc. La difficulté que nous avons touchée du doigt avec les communautés multi-pas est
celle de la validation car nous n’avons pas encore suffisamment de connaissances précises sur
la dynamique de réseaux réels qui permettraient de confirmer ou d’infirmer la pertinence de
communautés identifiées automatiquement. Les deux approches ont le méme objectif mais sont
aussi différentes et complémentaires. L’approche multi-pas permet notamment de détecter des
plages temporelles pertinentes et est donc un outil plus abouti, alors que les coeurs semblent
apporter une solution satisfaisante au probléme de stabilité. Je pense qu’un mélange des deux
approches, avec notamment des coeurs multi-pas, apportera beaucoup au domaine.

Ces approches, ainsi que la plupart de celles issues de la littérature, sont cependant encore
trop imparfaites notamment a cause de leur instabilité et j’ai donc du mal & recommander leur
utilisation en I’état. Or, il faut noter que dans un certain nombre de contextes des études utilisent
des communautés dynamiques et obtiennent des résultats satisfaisants. C’est notamment le cas
pour les exemples que j’ai évoqués dans 'introduction.

En ce sens, j’ai recu un jour un message d’un chercheur s’étonnant que la méthode de Louvain
ne soit pas déterministe et me demandant s’il m’était possible de lui fournir une version qui le
soit. J’ai tenté de raisonner I'utilisateur en arguant du fait que les partitions se valent du point
de vue modularité et qu’en privilégier une n’aurait pas vraiment de sens. Je lui ai finalement
fourni une version déterministe et, si je ne sais pas ce qu’il a fait de la partition, j'imagine qu’il
y a trouvé son compte. Je pense que j’avais raison de tenter de le convaincre qu’une version
déterministe n’apporte rien mais, dans le méme temps, les utilisateurs confrontés a des données
réelles ont besoin d’un résultat a étudier. Pourquoi pas un plutét qu’'un autre? Les études sur
les coeurs ont montré qu’il y a de fortes similitudes entre les partitions et il est possible que toute
partition contient un fond de vérité que l'utilisateur trouvera et qui confortera ses hypotheses.
Nous avions sans doute tous les deux raison, mais il était plus pragmatique que moi.

Ce décalage entre les chercheurs qui congoivent des algorithmes et ceux qui les utilisent
est assez important, les premiers étant généralement critiques sur leurs méthodes et les second
utilisant les algorithmes comme des boites noires. On pourrait dire que ces deux catégories
d’utilisateurs sont dans des « communautés » disjointes avec peu de connexions entre elles. La
question se pose alors de savoir s’il existe des recouvrements, c’est-a-dire des chercheurs qui sont
a la fois concepteurs et utilisateurs d’algorithmes.

Il faut aussi noter que 1’étude classique des graphes de terrain se restreint a 1’étude des
connexions et n’exploite pas, ou peu, les informations spécifiques aux individus. Au contraire,
dans le domaine de la fouille de données, 'approche consiste a se concentrer beaucoup plus sur
les individus mais en négligeant ou en simplifiant leurs relations sociales. La bonne solution est
sans doute un mélange des deux et, vu sous 'angle des communautés, cela revient a ajouter des
informations sur les sommets et a les prendre en compte pour calculer les communautés, comme
par exemple dans [47, 67]. Méme si nous nous sommes pour l'instant focalisés sur la dynamique,
c’est clairement un axe & étudier de maniere plus approfondie et qui pourra a la fois apporter
et apprendre des méthodes dynamiques.

Retour sur l’instabilité

Revenons a présent sur le probleme fondamental de I'instabilité. J’ai volontairement abordé
ce probléme de maniere succincte dans le chapitre 1 car je ne vois pas pour l'instant comment
le fait de le comprendre permet de le résoudre.

Pour mieux comprendre ce probleme d’instabilité, il faut se rappeler que le nombre de
partitions d’un ensemble a n éléments se compte avec les nombres de Bell qui ont tendance a
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croitre trés rapidement. Ainsi, le nombre de partitions du club de karaté de Zachary, que nous
avons utilisé & plusieurs reprises dans ce mémoire, est de I'ordre de 2.10%® alors qu’il ne contient
que 34 sommets. De méme, le nombre de partitions d’un graphe a un million de sommets s’écrit
avec un peu plus de 4 millions de chiffres®. Pour relativiser, il faut tout de méme noter que
seules les partitions connexes sont réellement pertinentes d’aprés une propriété que nous avons
énoncée plus tot et que, méme parmi celles-ci, les partitions connexes de qualité raisonnable
sont extrémement rares. Par exemple, sur un graphe a 16 sommets que j'utilise souvent pour
expliquer la méthode de Louvain, il y a un peu plus de 10 milliards de partitions, mais seules
44484 sont, connexes .

Parmi toutes ces partitions, il y en a malgré tout une (ou quelques-unes) dont la qualité est
supérieure a celle de toutes les autres, c’est-a-dire qui est optimale au sens de la fonction de
qualité choisie. Cependant, il y a fort a parier que, quelle que soit la fonction choisie (des lors
qu’elle est raisonnable), il y aura un grand nombre de partitions de qualité tres proche de celle
des partitions optimales. En conséquence, toute modification, méme mineure, du graphe fera
sans doute passer la partition optimale au second plan et la nouvelle partition optimale sera
probablement radicalement différente de I’ancienne, d’oul une forte instabilité.

La conclusion que je tire des remarques précédentes est que si la recherche de la partition
optimale au sens de la modularité est un probleme intéressant d’'un point de vue théorique,
je suis convaincu qu’il n’aidera pas réellement a comprendre la structure communautaire d’un
graphe de terrain donné et encore moins a faire du suivi de communautés dynamiques. En ce
sens, je pense que la course a la modularité et a la rapidité n’est plus ’enjeu majeur du domaine,
méme s’il a pu ’étre a une époque ou les algorithmes étaient lents et peu efficaces.

On peut sans doute aussi penser que la modularité n’est pas la bonne fonction et on aurait
certainement raison au vu de ses nombreux défauts et des critiques formulées a son égard depuis
son introduction en 2004. Malgré tout, il y a énormément d’applications en biologie, en neuros-
cience, en bibliométrie, en informatique, en physique, et dans d’autres domaines qui utilisent
la modularité et les algorithmes d’optimisation associés de maniére satisfaisante (suffisament
pour les experts de ces domaines) ce qui permet de justifier 'intérét qui lui est porté. Ainsi,
malgré le théoreme de Kleinberg, malgré les problemes de résolution limite et d’instabilité, la
modularité est a ce jour une réponse correcte au probleme de ’évaluation de la qualité d’un
partitionnement.

Je pense de plus, sans avoir d’arguments formels pour soutenir cette these, que le probleme
d’instabilité est indépendant de la fonction de qualité utilisée. Il y a donc certainement des
fonctions de qualité « plus satisfaisantes » (selon des critéres a préciser) que la modularité et
je suis de pres des travaux qui tentent d’en proposer de nouvelles mais le nombre de partitions
distinctes posera probléeme dans tous les cas. Je ne pense pas que celle qui remplacera la modu-
larité ait été publiée et je pense qu’elle ne pourra s’imposer que si elle est associée directement a
un algorithme d’optimisation tres performant, par exemple avec une méthode « a la Louvain ».

Si trouver l'optimal de modularité ne permettra pas de résoudre les problémes de stabilité
et si changer de fonction de qualité ne changera rien non plus, on peut tenter de changer le
probleme et les idées que je vais développer dans la suite vont dans ce sens. Le fait de vouloir

3. Il est intéressant de voir que ’on a calculé les coeurs avec quelques centaines ou quelques milliers de partitions
et que 'on observait déja une convergence forte des matrices p;; alors que nous n’avions fait qu’effleurer la variété
de partitions possibles. Cela est peut-étre dii, comme nous en avons déja discuté, au fait que la méthode de
Louvain pourrait n’explorer qu’une portion infime de ces partitions.

4. Je tiens a remercier Clémence Magnien qui, & ses heures perdues, a écrit quelques lignes de code pour
calculer efficacement toutes les partitions connexes d’un graphe quelconque. Lorsqu’elle a tenté de le lancer sur
le graphe du club de karaté de Zachary, le programme s’est interrompu aprés un mois de calculs a cause d’une
panne de courant. Le programme avait déja généré plusieurs milliards de partitions connexes !
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partitionner notamment est ce qui, au fond, parait a la fois le plus contraignant et le moins
intuitif. Prenons ’exemple d’un réseau social et tentons d’en trouver les communautés. Le fait
de vouloir partitionner impose que chaque individu soit dans une et une seule communauté : il
faudra ou bien le mettre avec sa famille, ou bien le mettre avec ses collegues, & moins de regrouper
tout ce beau monde (en n’oubliant pas les membres de son club de sport, ses followers sur twitter
et ses « amis » facebook). A vouloir partitionner, on va nécessairement scinder le réseau a des
endroits arbitraires alors qu’il serait plus simple d’autoriser les individus a appartenir a plusieurs
communautés, ce qui implique que les communautés puissent se recouvrir.

La perspective de communautés recouvrantes

La simplicité n’est bien entendu qu’apparente. Comme pour la dynamique, si I'on a com-
mencé par ignorer ’aspect recouvrant, c’est parce que le probleme est beaucoup plus complexe.
D’un point de vue combinatoire en particulier, le nombre de communautés recouvrantes est
élevé : il y a 2" communautés distinctes possibles dans un graphe & n sommets, et donc 22"
découpages d’un graphe en communautés recouvrantes. Les approches actuelles s’orientent dans
deux directions.

La premiere direction consiste a étudier un moyen terme entre partitionnement et commu-
nautés recouvrantes, en cherchant notamment des ensembles de sommets trés marqués commu-
nautairement et des zones qui sont plus intercommunautaires. Dans [91] par exemple, une notion
similaire aux coeurs est utilisée : des groupes de sommets qui sont ensemble & chaque exécution
(des 1-cceurs avec notre terminologie) sont clairement des communautés. Au contraire, si deux
sommets sont classés ensemble une fois sur deux, alors le lien qui les unit est moins fort. Les
auteurs parlent alors de communautés floues et de zones recouvrantes.

La seconde direction consiste a cesser d’étudier le graphe dans son intégralité et a repasser
au niveau de l'individu. Plutét que de vouloir trouver toutes les communautés du graphe, on
s’intéresse donc plutdét aux communautés auxquelles un individu appartient. Ces communautés
sont certainement en trés petit nombre et de taille plus raisonnable. Du fait qu’elles sont centrées
sur un individu, on les appelle communautés ego-centrées ou ego-munautés [44].

Je m’intéresse a ce théme notamment dans le cadre de la thése de Maximilien Danisch [31].
A partir d’une nouvelle mesure de similarité, il est possible d’identifier les sommets qui sont
dans le voisinage au sens large (pas uniquement les voisins directs) d’un individu donné. Nous
utilisons ensuite cette similarité pour chercher des communautés multi-ego-centrées, c’est-a-dire
des communautés définies par le voisinage de plusieurs individus. Par exemple, si je consideére
mon réseau social, je fais certainement partie de plusieurs communautés (famille, amis, collegues
et j’en passe), mais si je fais maintenant de méme pour une autre personne de 1’équipe Complex
Networks, il est alors probable que l'intersection de nos deux communautés égo-centrées per-
mette de reconstituer I’équipe Complexr Networks, puisque la prise en compte d’un autre point
de vue permet de mieux cibler le contexte.

Les résultats actuels valident le concept de communautés multi-ego-centrées et montrent
qu’il est effectivement possible a la fois de classer les individus d’un réseau en fonction de
leur similarité & un individu donné, et de trouver des individus dans le voisinage de ce dernier
qui permettent d’identifier des communautés multi-ego-centrées. Dans les exemples que nous
avons étudiés, chaque communauté autour d’un individu peut étre identifié grace a un seul
de ses voisins (au sens large & nouveau). On peut donc se limiter & des communautés bi-
centrées, sans avoir besoin d’étudier des communautés définies par 3 individus ou plus. Avant
de pouvoir attaquer les aspects dynamiques avec cette méthode, il faut encore effectuer de
nombreux travaux de formalisation et de validation, mais il faudra a terme étudier la dynamique
sous cet angle.
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Des travaux tres préliminaires sur ce theme et non encore publiés montrent par ailleurs que
cette technique permettra sans doute d’aborder des problemes de classification dans les graphes :
étant donné un graphe et un étiquetage partiel des sommets, peut-on inférer les étiquettes des
autres sommets 7 Les résultats sont trés encourageants.

Le mot de la fin

Le domaine de la détection de communautés dynamiques fait donc son chemin, en parallele
de I’étude des graphes de terrain dynamiques, chacune s’enrichissant des avancées de 'autre.
Obtenir des données, les comprendre et les modéliser permet de mieux définir des algorithmes de
détection de communautés et, inversement, la compréhension de la dynamique des communautés
est une brique de ’ensemble qui apporte un éclairage différent. Les études de ces dernieres années
dans le domaine des communautés dynamiques, et les nétres en particulier, n’ont pas encore
abouti a des propositions qui fassent consensus. La détection de communautés dynamiques est
donc toujours un probléme largement ouvert du domaine et, en ce sens, reste une perspective
majeure de mes travaux. Je continuerai donc & m’investir dans ce domaine.

Comme je le disais en introduction, mes travaux ne se limitent pas a I’étude des commu-
nautés statiques ou dynamiques, méme si elle occupe une part significative de mon temps. Les
graphes de terrain sont le dénominateur commun a tous mes travaux et principalement les as-
pects liés a leur dynamique. En particulier, je travaille aussi sur I’analyse et la modélisation de
données dynamiques [23, 85], et plus récemment sur I’étude de I'impact de la dynamique sur
les phénomenes de diffusion sur lequel je travaille avec Alice Albano [3] ainsi que sur d’autres
problemes algorithmiques que la détection de communautés, comme le calcul de plus courts
chemins temporels [93]. L’étude de la dynamique sous d’autres angles permet de mieux com-
prendre la dynamique des communautés et inversement, je continuerai donc aussi a étudier
d’autres problémes liés aux graphes de terrain et a leur dynamique.
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Résumé

De nombreux systémes, tels que des réseaux sociaux ou des réseaux informatiques, peuvent
étre modélisés par des graphes, que l'on appelle alors graphes de terrain. Un certain nombre
de travaux ont montré que ces graphes, bien que différents par bien des aspects, sont aussi
semblables par beaucoup d’autres et notamment ils posseédent tous une structure communautaire
assez forte, c’est-a-dire qu’ils sont formés de sous-ensembles de sommets densément connectés.
Si l'on se restreint a une partition en communautés, on dispose de méthodes efficaces pour
calculer cette structure, notamment la méthode de Louvain que j’ai contribué a créer et qui est
la plus efficace dans le domaine. Or, la plupart de ces réseaux réels sont dynamiques et évoluent
au cours du temps par I’ajout ou la suppression de sommets et de liens. Cette dynamique touche
naturellement les communautés et il faut donc proposer de nouvelles méthodes pour les calculer
et les analyser.

Nous nous sommes intéressé dans ce mémoire a ’approche naturelle qui consiste & considérer
un graphe dynamique comme une succession de graphes statiques, puis a calculer une partition
en communautés a chaque instant et, enfin, a essayer de faire le lien entre les communautés a
différents instants. Nous avons montré que cette approche n’est pas utilisable directement car
une modification mineure de la topologie peut engendrer des modifications trés importantes de
la structure communautaire, d’ott un phénomene d’instabilité. Nous avons alors proposé deux
approches pour tenter de résoudre ce probléme.

La premiere approche considere que si le graphe évolue peu, ses communautés devraient
rester globalement stables. Nous avons donc tout d’abord tenté de stabiliser un algorithme
existant en gardant la mémoire des calculs passés, ce qui a donné des résultats bien meilleurs
mais avec toujours une instabilité résiduelle. Puis, nous avons étendu cette solution en calculant
des partitions multi-pas de bonne qualité sur plusieurs instants de temps. Nous avons couplé
cela avec une méthode de décomposition hiérarchique du temps afin de calculer des plages
temporelles sur lesquelles ces partitions multi-pas ont un sens. Cette méthode a été appliquée
avec succes a des données réelles.

La seconde approche considere que méme s’il y a de nombreuses partitions de qualité, elles
ne sont pas complétement différentes. Nous avons donc proposé une méthode pour calculer
en pratique ces similitudes, qui permettent de définir des coeurs de communautés. Nous avons
montré que les coeurs sont pertinents dans les graphes de terrain et permettent de les distinguer
des graphes sans réelle structure communautaire (comme les graphes aléatoires par exemple).
Nous avons également entamé des travaux pour montrer que les coeurs peuvent étre utilisés dans
le cas dynamique et qu’ils sont naturellement stables et que les modifications qu’ils peuvent subir
sont cette fois tres corrélées aux modifications topologiques.
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Summary

Many real-world complex systems, such as social networks or computer networks can be
modeled as graphs, called complex networks. Many studies have shown that these networks are
very similar in many regards. In particular they all possess a very strong community structure,
i.e., they are composed of dense subgraphs weakly interconnected. Restricting the definition
of communities to partitions of the set of nodes has given rise to many efficient algorithms to
unfold this structure, in particular the Louvain method which is currently the most efficient
one. Since most complex networks are evolving, through the appearance and disappearance of
nodes and links, the community structure is also evolving and new techniques are needed for
computing and analyzing such evolving communities.

We study here the natural approach which consists in considering an evolving graph as a
series of static graphs. Then we can compute communities at each time step independently
and compute the correspondances between different time steps. We show that this approach is
not directly useful since minor modifications of the topology can result in massive modification
of the community structure, and henceforth we have a stability issue. We then propose two
solutions to overcome this.

The first one considers that if a network undergoes a small evolution then the communi-
ties should not change much. Therefore, we stabilize an existing algorithm by taking previous
computation in consideration. This gives better results, but there is a residual instability. We
then extend this solution with the computation of multi-steps communities which have a good
quality for several time steps. We finally add a hierarchical clustering of time so as to identify
time windows on which such multi-steps communities are relevant. This approach is validated
on real data.

The second approach is based on the idea that, even if there are many partitions of high
quality, they are not so different. We propose a solution to compute these similarities, and use
them to define community cores. We show that such cores make sense in real networks and also
allow to distinguish real complex networks from graphs without a real community structure,
such as random graphs. We finally start a study the evolution of cores which are naturally stable
and whose modifications are strongly related to real topology modifications.
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